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融合模糊神经网络预决策的有源配电网实时随机调度方法
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摘要：伴随大量分布式资源接入有源配电网，配电网内部不确定性增强。为建立准确的调度模型，

将光伏出力的不确定性、负荷的随机性分别描述为对应预测误差的不确定性，并通过数据驱动的方

法获得不确定变量的概率分布。考虑到基于二阶锥松弛（SOCR）的潮流模型可能违反松弛条件并

造成误差，基于欧拉方程重新推导了潮流模型，进一步建立有源配电网经济、安全的随机优化功率

调度模型。针对所提模型的特点，提出一种融合模糊神经网络（FNN）预决策的有源配电网实时随

机调度方法。首先，利用 FNN 对不确定变量的概率分布进行模糊描述，将其输出作为求解器寻优

的初值。然后，通过求解器进行加速求解。最后，通过改进的 IEEE 33 节点系统验证所提模型和方

法的有效性。
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0 引言

为了减少电力行业的碳排放，构建以“零碳排

放”的新能源为主体的新型电力系统十分重要［1］。

目前，分布式光伏（photovoltaic，PV）正大量接入配

电网。可以预见，未来配电网中将出现高比例新能

源并网的态势［2］。为应对新能源出力的随机性，大

量分散式储能设备也随之接入配电网［3］，这一转变

使得传统配电网逐步升级为有源配电网（主动配电

网）［4］。配电网优化调度是实现配电网经济、安全运

行的必要途径［5］，建立有效的模型和寻找高效的求

解方法是目前所面对的挑战［6］。

一方面，建立准确、符合实际的有源配电网调度

模型的关键在于使用合适、可靠的潮流模型并准确

描述其不确定性。潮流模型的处理方法主要有潮流

线性化、半定松弛（semi-definite relaxation，SDR）、

二 阶 锥 松 弛（second-order cone relaxation，SOCR）
等。潮流线性化不考虑无功功率/电压相角且忽略

网损，在高阻抗比配电网中不适用；SDR 精度高，但

计算速度慢［7］；SOCR 兼顾精度和计算速度，故得到

了广泛应用［8-9］，但可能因为违反松弛条件而产生较

大误差［10］。同时，随着优化模型求解技术的发展，

有必要对潮流模型进行更新。另外，新能源的间歇

性和负荷的高随机性是调度模型中不确定性的来

源，准确描述该不确定性是确保调度模型有效的关

键［11］，处理方法包括随机优化［12］、鲁棒优化［13］、分布

鲁棒优化［14］等。传统随机优化通常假定不确定变

量服从给定的概率分布。例如，假设风电预测误差

服从正态分布［15］，但由于实际情况复杂多变，假定

的概率分布难以反映不确定变量的真实情况［16］，可

用数据驱动的方法从历史数据中获取不确定变量的

概率分布［17］。鲁棒优化和分布鲁棒优化在不确定

变量最恶劣场景下进行决策，其鲁棒性较好，但优化

结果较保守。此外，针对各种功率预测模型，文献

［18］和文献［19］分别实现了对负荷功率和 PV 出力

的准确预测。目前，针对配电网优化调度的研究中，

大多通过功率预测值对 PV 出力和负荷功率的不确

定性进行建模［20］。但是，在功率预测结果较准确的

情况下，直接采用其功率预测误差，反而更有利于对

不确定性进行更本质、更细致的描述。

另一方面，亟待开发求解速度快、实时性好的求

解方法。在优化问题求解上，传统求解器可能存在

求解速度较慢的不足［21］。随着深度神经网络的发

展，有学者将其用于优化模型的求解。文献［22］利

用深度神经网络高效求解交流最优潮流，但存在潮

流功率不平衡的问题；文献［23］对此进行了改进，

通过预测 -重构方法确保满足原模型的约束；文献

［24］则采用卷积神经网络对最优潮流进行求解。

除求解最优潮流外，神经网络也可用于求解优化调
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度模型，文献［25］用深度学习的方法预测最恶劣概

率分布来高效求解分布鲁棒优化模型；文献［26］融

合全连接层神经网络加速了随机优化模型的求解。

这些方法能够在牺牲少量准确性的情况下，大大加

快优化模型的求解速度，但可能存在训练成本大或

预测结果与真实值存在偏差而导致优化模型约束条

件不收敛的问题。

综上所述，首先，本文基于欧拉方程重新推导潮

流模型，所提模型无需假设条件，同时可用现有的非

线性求解器进行高效求解；然后，将负荷和 PV 功率

分解为其预测值和预测误差，其不确定性本质上为

预测误差的不确定性；接着，对功率预测误差历史数

据进行场景削减，从而得到不确定变量的概率分布；

最后，综合考虑网络损耗、调度成本等多种因素，建

立经济、安全的有源配电网随机优化功率调度模型，

并提出融合模糊神经网络（fuzzy neural network，
FNN）预决策的高效求解方法。所提方法使用 FNN
的隶属度函数来表征随机优化不确定变量的概率分

布，通过神经网络的输出对决策变量进行预决策，最

终实现在不牺牲模型求解准确度的前提下，加快模

型的求解速度。

1 基于数据驱动的有源配电网随机优化功

率调度模型

首先，基于欧拉方程重新推导潮流方程，与原始

潮流方程等价，但相较于原始潮流方程更易求解；然

后，将存在不确定性的 PV 功率和负荷功率分解为

功率预测值和预测误差两部分，功率预测值在实际

调度中一般被视为确定值，故不确定性本质上为预

测误差的不确定性；接着，通过对其历史数据采取数

据驱动的方式进行场景削减，得到不确定变量的概

率分布，从而合理表征该不确定性；最后，提出基于

数据驱动的配电网随机优化功率调度模型，可由成

熟的非线性求解器较快求解。

1. 1　潮流模型推导

本文采用的潮流模型为非线性模型，参考文献

［27］进行推导。

1）网络损耗

P L
mn = I 2

mn Rmn = ( P 2
mn + Q 2

mn ) Rmn

U 2
m

（1）

Q L
mn = I 2

mn X mn = ( P 2
mn + Q 2

mn ) X mn

U 2
m

（2）

式中：U m 为节点 m 的电压幅值；Pmn、Q mn、Imn 分别为

流过线路 mn 的有功功率、无功功率、电流；P L
mn、Q L

mn、

Rmn、Xmn 分别为线路 mn 的有功功率损耗、无功功率

损耗、电阻、电抗。

2）功率平衡

节点功率平衡示意图如附录 A 图 A1 所示，故

对于节点 m 存在有功、无功功率平衡，即

∑
km ∈ ΩL

Pkm - ∑
mn ∈ ΩL

( )Pmn + P L
mn + Pm，T + Pm，PV +

Pm，ESS = Pm，D （3）

∑
km ∈ ΩL

Q km - ∑
mn ∈ ΩL

( )Q mn + Q L
mn + Q m，T + Q m，PV +

Q m，SVC = Q m，D （4）
式中：Pm，T、Pm，PV、Pm，ESS 分别为变电站、分布式 PV、

分 散 式 ESS 注 入 节 点 m 的 有 功 功 率 P dis
m ；Q m，T、

Q m，PV、Q m，SVC 分别为变电站、分布式 PV、静止无功补

偿器（static var compensator，SVC）注入节点 m 的无

功功率 Q dis
m ；Pm，D、Q m，D 分别为节点 m 的负荷有功、无

功功率；Pkm、Q km 分别为线路 km 注入节点 m 的有功、

无功功率；ΩL 为线路集合。

3）电压降落

电压降落初始定义公式为：

V̇ m - V̇ n = Zmn I ̇mn = Zmn

S ∗
mn

V̇ ∗
m

（5）

式 中 ：Zmn = Rmn + jXmn 为 线 路 mn 的 阻 抗 ；V̇ m =
||V m ∠θm、V̇ n = ||V n ∠θn 分别为节点 m、n 的电压相

量，其中，θm、θn 分别为节点 m、n 的电压相位角，

||V m 、 ||V n 分别为节点 m、n 的电压幅值；I ̇mn 为线路

mn 电流相量；S ∗
mn 和 V̇ ∗

m 分别为线路 mn 的视在功率

Smn 和节点 m 的电压相量 V̇ m 的共轭复数。

由于式（5）含有复数项，难以直接求解，故对电

压 相 角 进 行 松 弛 。 首 先 ，对 式（5）等 号 两 边 同

乘 V̇ ∗
m，即

V̇ ∗
m (V̇ m - V̇ n )= Zmn S ∗

mn （6）
将 V̇ m、V̇ n、Zmn、S ∗

mn 展开，则有：

|V m |2 - V̇ ∗
mV̇ n = |V m |2 - |V m ||V n |∠θnm =

( Rmn + jXmn ) ( Pmn - jQ mn ) （7）
式中：θnm 为节点 m、n 的电压相位角差。

根据欧拉公式对电压相位角差 θnm 进行改写，

则有：

|V m |2 -( |V m ||V n | cos θnm + j|V m ||V n | sin θnm )=
( Rmn + jXmn ) ( Pmn - jQ mn ) （8）

将式（8）的实、虚部分开，则有：

|V m ||V n | cos θmn = |V m |2 -( Rmn Pmn + Xmn Q mn ) （9）
|V m ||V n | sin θmn = Rmn Q mn - Xmn Pmn （10）

将式（9）的平方和式（10）的平方相加，则有：
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[ |V m |2 -( Rmn Pmn + Xmn Q mn ) ]2 +
( Rmn Q mn - Xmn Pmn )2 = ( |V m ||V n | )2 （11）

将 式（11）中 的 平 方 项 展 开 ，等 式 两 边 同 除

|V m |2，则有：

1
|V m |2

( Rmn Pmn + Xmn Q mn )2 - 2( Rmn Pmn + Xmn Q mn )+

|V m |2 + 1
|V m |2

( Rmn Q mn - Xmn Pmn )2 = |V n |2 （12）

因此，线路的电流约束为：

I 2
mn ≤ I 2

mn，max （13）
|Smn |2

|V m |2
≤ I 2

mn，max （14）

P 2
mn + Q 2

mn

|V m |2
≤ I 2

mn，max （15）

式中：Imn，max 为流过线路 mn 的电流幅值的上限。

1. 2　基于数据驱动的 PV 功率和负荷功率典型场

景构建

本文将 PV 和负荷的实际功率分解为功率预测

值和预测误差两部分［28］，即

PPV = PPV，pre ( 1 + ξPV ) （16）
PD = PD，pre ( 1 + ξDP ) （17）
Q D = Q D，pre ( 1 + ξDQ ) （18）

式中：PPV、PD、Q D 分别为 PV 功率、负荷有功功率、负

荷无功功率的实际值；PPV，pre、PD，pre、Q D，pre 分别为 PV
功率、负荷有功功率、负荷无功功率的预测值；ξPV、

ξDP、ξDQ 分别为 PPV，pre、PD，pre、Q D，pre 的预测误差率。

因此，PV 和负荷的随机性表现为预测误差的

随机性。随机优化以不确定场景下目标函数的数学

期望值最优为目标。本文中，不确定变量为功率预

测误差，故可对相似日的预测数据进行场景削减，通

过预测误差的典型场景来描述其随机性。

考虑到全部历史数据数量繁多，计算所有场景

下的数学期望会使模型维数过高，从而难以求解。

此外，场景数增多会大幅降低求解速度，故通过场景

削减，使用少量的典型场景有效代表所有历史数据

场景，兼顾模型求解的准确性和实时性。本文采用

文献［29］所提方法，通过改进的 K-means 聚类算法

和基于概率距离的同步回代消除技术对 PV 功率预

测误差百分数和负荷功率预测误差百分数进行联合

场景削减，获得不确定变量典型场景。其中，改进的

K-means 聚类算法通过选择高密度区域中距离最大

的点作为初始聚类中心，克服了传统 K-means 聚类

算法随机选择初始聚类中心，易导致聚类结果不稳

定的不足［30］。此外，由于直接对预测误差百分数进

行场景削减，预测功率被视为确定量，且不确定变量

中不再包含 PV 出力骤降、负荷突增等极端事件，这

不仅避免了此类事件对不确定性建模的干扰，也为

后续方法的实现提供了便利。

1. 3　基于数据驱动的随机优化调度模型

1. 3. 1　目标函数

综合考虑上级变电站供电成本、配电网网络损

耗、分散式 ESS 调度成本、SVC 调度成本［31］，所提模

型目标函数为：

min (KT PT + ∑
mn ∈ ΩL，S ∈ ΩS

π ( S ) KL P L
mn + ∑

m ∈ ΩESS

KE P 2
m，ESS +

)∑
m ∈ ΩSVC

KS Q m，SVC （19）

式中：ΩESS、ΩSVC、ΩS 分别为 ESS 节点集合、SVC 节点

集合、数据驱动后典型场景集合；KT、KL、KE、KS 分

别为变电站供电成本系数、网络损耗系数、ESS 调

度系数、SVC 调度系数；PT 为变电站有功功率；

π ( S )为数据驱动得到的典型场景对应概率。

值得说明的是，本文设置 Pm，ESS 结果为正表示

放电，为负表示充电［30］，由于 ESS 充、放电功率共用

一个值，故 ESS 的充、放电约束自然满足。

1. 3. 2　约束条件

1）潮流约束

潮流约束如式（1）—式（4）和式（12）所示。

2）安全运行约束

安全运行约束包括线路电流约束（式（15））、线

路传输功率约束和节点电压约束。线路传输功率约

束和节点电压约束分别如式（20）和式（21）所示。

P 2
mn + Q 2

mn ≤ S2
mn，max （20）

V min
m ≤ |V m |≤ V max

m （21）
式中：Smn，max 为线路 mn 载流量的上限；V max

m 、V min
m 分

别为 ||V m 的上、下限。

3）变电站注入功率约束

变电站注入功率约束如式（22）和式（23）所示。

P min
T ≤ PT ≤ P max

T （22）
Q min

T ≤ Q T ≤ Q max
T （23）

式中：Q T 为变电站无功功率；P max
T 、P min

T 分别为 PT 的

上、下限；Q max
T 、Q min

T 分别为 Q T 的上、下限。

4）PV 机组运行约束

考 虑 PV 机 组 一 般 运 行 在 最 大 功 率 点 跟 踪

（maximum power point tracking，MPPT）模式［32］，为

充分利用能源，考虑 PV 机组所发的有功功率全部

利用；同时，考虑分布式 PV 可通过调节其逆变器的

功率因数角进行无功调整［33］，其运行约束为：
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P 2
m，PV + Q 2

m，PV ≤ S2
m，PV （24）

式中：Sm，PV 为节点 m 的 PV 容量。

5）ESS 运行约束

ESS 运行约束如式（25）—式（27）所示。

P min
m，ESS ≤ | Pm，ESS |≤ P max

m，ESS （25）
Et，m，ESS = ( 1 - η loss ) Et - 1，m，ESS - ηESS Pm，ESS （26）

E min
m，ESS ≤ Et，m，ESS ≤ E max

m，ESS （27）
式中：P max

m，ESS、P min
m，ESS 分别为节点 m 的 ESS 充放电功率

上、下限；Et，m，ESS 为 t时刻节点 m 的 ESS 电量；E max
m，ESS、

E min
m，ESS 分别为节点 m 的 ESS 电量的上、下限；η loss、

ηESS 分别为电量损耗系数、充放电效率。

6）SVC 约束

SVC 约束如式（28）所示。

Q min
m，SVC ≤ Q m，SVC ≤ Q max

m，SVC （28）
式中：Q max

m，SVC、Q min
m，SVC 分别为节点 m 的 SVC 所补偿的

无功功率上、下限。

7）柔性负荷约束

柔性负荷占总负荷的比例有限，其约束为：

( 1 - Km，P ) Pm，D0 ≤ Pm，D ≤ ( 1 + Km，P ) Pm，D0 （29）
( 1 - Km，Q ) Q m，D0 ≤ Q m，D ≤ ( 1 + Km，Q ) Q m，D0 （30）

式中：Pm，D0、Q m，D0 分别为节点 m 柔性负荷控制前的

原始负荷有功功率、无功功率；Km，P、Km，Q 分别为节

点 m 柔性负荷有功功率、无功功率所占比例。

2 融合 FNN 的模型求解方法

随着配电网复杂性提升，所提基于场景的随机

优化方法使用求解器求解可能无法满足实时性要

求。FNN 兼具神经网络数据挖掘能力与模糊推理

系统模糊信息处理能力，可用于处理不确定性变

量。本文将 FNN 纳入不确定性变量的概率信息来

加快模型的求解速度。观察 1.3 节所提模型可知，

状态变量中节点电压幅值 |V m |为接近 1 且数量繁多

的变量，而 PT、Q T、Q m，PV、Pm，ESS、Q m，SVC 的数量较少

且取值范围较大，故以训练好的神经网络进行第 1
阶段预决策得到 PT、Q T、Q m，PV、Pm，ESS、Q m，SVC 的初

值，再代入模型，通过求解器进行修正，从而保证收

敛。由于第 1 阶段耗时极短，而第 2 阶段比直接求

解有所加速，整体上加快了模型的求解速度。

2. 1　融合 FNN 预决策的第 1 阶段求解

FNN 的结构图如附录 A 图 A2 所示，其学习过

程包括前向传播和反向传播两部分。

前向传播过程：首先，在数据输入层（第 1 层），

将神经元数量作为输入数据的特征维度。本文输入

数据包括预测的 PV 有功功率 PPV，pre、预测的负荷有

功功率 PD，pre、预测的负荷无功功率 Q D，pre 及各典型

场景下的预测误差 ξPV、ξDP、ξDQ，值得注意的是，输入

的变量含有不确定性。此外，为避免数据的差异对

训练模型的结果产生影响，当将输入数据输入神经

网络之前，本文对输入数据按照式（31）进行归一化

处理。

x͂ i，feature = xi，feature - min x feature

max x feature - min x feature
（31）

式中：x feature 为输入数据某一类特征；xi，feature 为某一类

特征的第 i个数据；x͂ i，feature 为 xi，feature 归一化后的结果。

第 2 层为隶属度函数计算层，每个神经元代表

一个模糊量，通过隶属度函数计算输入变量隶属于

模糊量的概率，神经元个数为输入变量可能构成的

模糊条件数，即模糊集。鉴于不确定变量平滑变化，

符合高斯函数特征，而三角形、梯形隶属度函数变化

不够平滑且存在突变的部分。因此，选用高斯函数

作为隶属度函数更符合本文使用场景，如式（32）
所示。

 uij = e
-

( xi - cij )2

2b2
ij

2π bij

        i ∈ [ 1，n ]，j ∈ [ 1，z ] （32）

式中：uij 为第 i个输入数据的第 j个模糊分级输出；xi

为输入数据；cij 为隶属度函数的中心点；bij 为隶属度

函数的宽度值；n 为输入数据的维度；z 为模糊分级

数，即典型场景数。为保证神经网络的收敛，参数 cij

和 bij 通过随机初始化获得，由于输入数据进行了归

一化，参数 cij 和 bij 的初始化范围分别为［-1，1］
和［0，1］。

将数据传递至规则生成层（第 3 层），每个神经

元代表一条模糊规则，其输出 αj 为每条规则的适用

度，即

αj = ∏
j = 1

z

uij （33）

第 4 层为归一化层，对规则生成层每条规则的

适用度进行归一化，如式（34）所示

βj = αj

∑
j = 1

z

αj

        j ∈ [ 1，z ] （34）

式中：βj 为归一化后的规则生成层每条规则的适用

度。

最后，在输出层（第 5 层）中将数据进行加权处

理，进而得到最终的输出结果为：

yi = ∑
j = 1

z

wij βj        i ∈ [ 1，k ]，j ∈ [ 1，z ] （35）

式中：yi 为输出变量；w ij 为 βj 对应的权重；k 为输出

变量的个数。需要说明的是，参数 w ij 通过随机初始

化获得，初始化范围为［0，1］。
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性能指标函数为：

E = 1
2 ∑

i = 1

k

( yd，i - yi )2 （36）

式中：yd，i 为输出变量 yi 的真实值；E 为损失函数。

反向传播过程使用负梯度下降算法对隶属度函

数的中心点、宽度值以及输出层的连接权值进行优

化，直至损失函数达到收敛，具体计算步骤如下。

首先，计算损失函数 E 对第 5 层输出层的负梯

度 δ ( 5 )
i ，即

δ ( 5 )
i = - ∂E

∂yi
= yd，i - yi        i ∈ [ 1，k ] （37）

从而可计算得到损失函数 E 对权重 w ij 的负梯

度为：

 - ∂E
∂w ij

= - ∂E
∂yi

∂yi

∂w ij
= -δ ( 5 )

i β j = -( yd，i - yi ) βj

（38）
同理，依次计算损失函数 E 对归一化层、规则生

成层、隶属度函数层的负梯度，可得损失函数 E 对第

2 层隶属度函数层的负梯度 δ ( 2 )
ij 为：

δ ( 2 )
ij =

∏
i = 1，i ≠ j

n

uij ∑
i = 1

z

( yd，i - yi ) wij ∑
i = 1，i ≠ j

z

α i

( )∑
i = 1

z

αi

2 （39）

损失函数 E 对中心点 cij 和宽度值 bij 的负梯

度为：

- ∂E
∂cij

= - ∂E
∂uij

∂uij

∂cij
= δ ( 2 )

ij u ij

2( xi - cij )
b2

ij

（40）

- ∂E
∂bij

= - ∂E
∂uij

∂uij

∂bij
= δ ( 2 )

ij u ij

2( xi - cij )
b3

ij

（41）

最后，得到的参数调整算法为：

w r + 1
ij = w r

ij - η
∂E r

∂w r
ij

         i ∈ [ 1，k ]，j ∈ [ 1，z ] （42）

cr + 1
ij = cr

ij - ξ
∂E r

∂cr
ij

        i ∈ [ 1，n ]，j ∈ [ 1，z ] （43）

br + 1
ij = br

ij - ψ
∂E r

∂br
ij

        i ∈ [ 1，n ]，j ∈ [ 1，z ] （44）

式中：η、ξ、ψ 分别为 w ij、cij、bij 的学习率；上标 r 为迭

代次数。

在 实 际 应 用 中 ，使 用 历 史 数 据 学 习 PPV，pre、

PD，pre、Q D，pre、ξPV、ξDP、ξDQ 与 PT、Q T、Q m，PV、Pm，ESS、

Q m，SVC 的映射关系。后续对于训练好的神经网络，

只要输入当前时刻的 PPV，pre、PD，pre、Q D，pre、ξPV、ξDP、

ξDQ，进行归一化、FNN 输出、反归一化后就能对 PT、

Q T、Q m，PV、Pm，ESS、Q m，SVC 进行预决策。

2. 2　使用求解器进行第 2 阶段求解

对于优化模型，给定的初值越接近最优解，寻优

过程的迭代次数越少、时间越短，在复杂模型中更明

显。因此，本文将第 1 阶段预决策的 PT、Q T、Q m，PV、

Pm，ESS、Q m，SVC 作为初值代入原模型，用求解器加速

求解，保证求解正确性的同时加快求解速度。

融合 FNN 预决策的求解算法系统图如附录 A
图 A3 所示。首先，使用历史数据对 FNN 进行离线

训练，第 1 阶段向训练好的神经网络输入实时的功

率预测数据 PPV，pre、PD，pre、Q D，pre 以及数据驱动得到的

典型场景误差 ξPV、ξDP、ξDQ，神经网络基于历史数据

之 间 的 关 系 快 速 输 出 调 度 变 量 估 计 值 P̂T、Q̂ T、

Q̂ m，PV、P̂m，ESS、Q̂ m，SVC，并将其作为预决策值；第 2 阶段

将预决策值作为求解器寻优的初始点，加速对调度

变量进行修正以保证结果的准确性。

3 算例分析

本文使用修改的 IEEE 33 节点系统进行算例测

试，PV 接入节点和容量如表 1 所示，ESS 和 SVC 参

数如表 2 和表 3 所示。为了生成多个时刻的 PV 机

组输出功率和负荷功率预测值，分别在 PV 机组额

定功率的 10%~90% 范围内、负荷功率的 80%~
100% 范围内按递增顺序进行均匀采样，总采样点

数与需要生成的总时刻数一致，并将采样结果作为

功率预测值。通过蒙特卡洛模拟法生成功率预测相

似日的预测误差历史数据，对历史数据进行场景

削减得到功率预测误差典型场景。本文设定变电

站供电成本系数 KT 为 0.8 元/kW；网络损耗系数 KL

为 1.2 元/kW；ESS 调度系数 KE 为 0.000 6元/kW2；

SVC 调 度 系 数 KS 为 1.2 元/kvar［34］。 本 文 使 用

Pyomo 建模，由于是非线性优化问题，传统求解器

使用内点法优化器（interior point optimizer，IPOPT）

进行求解。

3. 1　所提随机优化调度方法的有效性分析

3. 1. 1　场景削减结果分析

以从 2 000 组功率预测误差历史数据中削减得

表 1　PV 机组参数
Table 1　Parameters of PV unit

PV 机组

编号

PV1
PV3
PV5
PV7
PV9

接入节点

序号

3
10
18
22
28

容量/
（kV·A）

150
100
100
200
100

PV 机组

编号

PV2
PV4
PV6
PV8

PV10

接入节点

序号

7
16
19
25
33

容量/
（kV·A）

150
200
150
100
150
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到的 10 个场景为例，多时刻下功率预测误差典型场

景及概率如图 1 和图 2 所示。由于各 PV 机组安装

位置的天气状况等物理条件和各节点负荷的复杂情

况不尽相同，其功率预测误差有所差异，故场景削减

时使用本地的历史数据进行数据驱动较为合理。从

图 1 中也可看出，使用历史数据功率预测误差基本

处于-15%~15% 之间，在现有技术条件下能够实

现，与实际情况相符。

3. 1. 2　数据驱动得到的典型场景数量对优化结果

的影响

附录 A 图 A4 对比了 100 个时刻下典型场景数

为 5、10、20、30 的目标函数值和求解时间。图 A4 显

示，在典型场景数为 10、20、30 时，100 个时刻（时间

断面）下的目标函数值均趋于稳定，目标函数值相差

基本在 ±100 元以内，可见，再增加典型场景的数

量，目标函数值也会稳定在该区间内，说明典型场景

能够代表原始数据。但是，随着典型场景的增加，模

型总求解时间分别为 546、1 146、3 243、12 941 s，求
解时间大幅增加，求解速度变慢，这充分证明了从历

史数据中获取典型场景的必要性和有效性。

3. 1. 3　重新推导的潮流方程准确性和高效性分析

本节基于本文重新推导的潮流模型和基于

SOCR 的潮流模型分别建立随机优化调度模型，图

3 对比了 100 个时刻下 2 种模型的目标函数值和求

解时间。2 种模型的区别仅在潮流模型的差异上，

具体潮流模型的对比如附录 B 所示。

从图 3 中可以看出，不同典型场景数下，2 种模

型的目标函数值变化趋势及大小基本一致，说明了

本文潮流模型的最优性。此外，当使用 IPOPT 求解

2 种 模 型 时 ，本 文 重 新 推 导 的 潮 流 模 型 与 基 于

SOCR 的潮流模型相比，当典型场景数为 5、10、20、
30 个时，求解速度分别提升了 33.90%、34.63%、

37.83%、40.88%。这是因为本文重新推导的潮流

模型减少了中间变量以及 SOCR 约束，从而减小了

随机优化调度模型的规模，提高了求解速度。

3. 1. 4　所提不确定性处理方法有效性分析

附录 A 图 A5 对比了 100 个时刻下本文随机优

化调度模型（20 个典型场景）与确定性优化模型、鲁

棒优化模型的目标函数以及求解时间。可以看出，

表 2　ESS 参数
Table 2　Parameters of ESS

ESS 编号

ESS1

ESS2

ESS3

ESS4

ESS5

ESS6

所在节点

1

12

20

24

27

30

电量上限/（kW·h）
200

1 600

400

2 000

600

2 000

充放电功率/kW
100

800

200

1 000

300

1 000

0.005 0.060 0.165 0.125 0.435 0.120 0.010 0.010 0.010 0.060

0.015 0.020 0.290 0.065 0.005 0.120 0.190 0.150 0.095 0.050

0.125 0.360 0.020 0.005 0.030 0.190 0.025 0.080 0.010 0.155

0.015 0.220 0.035 0.005 0.010 0.005 0.260 0.090 0.200 0.160

0.020 0.065 0.215 0.035 0.010 0.015 0.155 0.270 0.190 0.025

0.005 0.130 0.005 0.005 0.460 0.010 0.005 0.225 0.115 0.040

0.050 0.010 0.040 0.300 0.095 0.005 0.395 0.090 0.010 0.005

0.065 0.110 0.005 0.005 0.005 0.180 0.210 0.035 0.160 0.225

0.470 0.005 0.005 0.020 0.075 0.005 0.080 0.130 0.140 0.070

0.015 0.015 0.275 0.010 0.175 0.040 0.010 0.050 0.005 0.405

1 2 3 4 5 6 7 8 9 10

1

2
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图 2　典型场景概率
Fig. 2　Probability of typical scenario

表 3　SVC 参数
Table 3　Parameters of SVC

SVC
编号

SVC1

SVC2

SVC3

SVC4

SVC5

接入

节点

2

4

7

14

19

补偿功率/
kvar
400

120

400

200

200

SVC 编号

SVC6

SVC7

SVC8

SVC9

SVC10

接入

节点

23

25

29

30

32

补偿功率/
kvar
120

200

200

200

200
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图 1　典型场景的功率预测误差
Fig. 1　Power prediction errors in typical scenarios
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由于确定性优化模型未考虑不确定变量的随机性，

优化成本较小、求解时间短，但与实际情况相差较

大。鲁棒优化模型考虑了不确定变量最恶劣条件下

的场景，优化成本过于保守，经济性较差。同时，鲁

棒优化模型在优化过程中要不断迭代以寻找不确定

量最恶劣场景下的概率分布，求解速度较慢。本文

所提随机优化方法则在较快的求解速度下兼顾了优

化的有效性和经济性。

3. 1. 5　所提模型优化结果分析

综合考虑求解速度和求解效果，本文选取典型

场景数为 20 时，100 个时刻的优化结果展开分析。

变电站无功出力接近 0，附录 A 图 A6、图 A7、图 A8
分别展示了 PV 无功出力、变电站有功出力（图中编

号为 0）及 ESS 充放电功率（图中编号为 1-6）、SVC
无功出力。电网中的有功功率来源包括变电站出

力、PV 机组有功出力和 ESS 的充放电量。当 PV 机

组出力较多时，ESS 充电储能；当 PV 机组出力较少

时，ESS 放电供电，从而平抑 PV 的波动性。由于分

布式 PV 机组和 SVC 的无功功率调节，为减少电网

中功率流动并降低网络损耗，变电站基本不供应无

功功率，无功功率实现就地平衡。在算例中，分布式

PV 机组的有功功率递增，提供的有功功率增多，故

变电站有功功率和 ESS 的放电功率基本呈现减小

趋势，优化的目标函数值降低。同时，受分布式 PV
机组运行约束式（24）的限制，分布式 PV 机组提供

的无功功率逐渐减少，当无功功率不足时，为维持无

功功率平衡，需要 SVC 提供无功功率支撑，导致

SVC 调度成本增加，故在时刻 80 附近，优化的目标

函数值增加。当分布式 PV 机组有功功率增加带来

的效益高于 SVC 调度成本时，目标函数值下降。

3. 2　所提求解方法计算性能分析

3. 2. 1　所提方法计算效率分析

为验证本文所提融合 FNN 的求解方法在计算

效率方面的提升效果，以直接采用求解器求解原问

题作为对比基准。同时，为了减少计算机性能对计

算时间造成的随机影响，均对 100 个时刻（时间断

面）进行求解，统计总求解时间。在不同典型场景数

下的仿真结果如表 4 所示。表中：T 0 为直接使用求

解器求解所需时间；T 1 为 FNN 预决策时间；T 2 为求

解器第 2 阶段修正所需时间；T total 为融合 FNN 求解

方法所需总时间。加速比 α 为：

 α = T 0 - T total

T 0
× 100% （45）

由表 4 可知，在场景数为 30 时，直接用求解器求

解所提模型每次求解耗时为 129.41 s，而实时调度

的时间尺度为 300.00 s，时间裕度较小，考虑功率预

测所需时间、通信延迟等，有必要提升求解实时性。

所提融合 FNN 的求解方法每次求解耗时为 83.38 s，
能够更好地满足实时调度的要求。同时，各典型场

景数下，所提方法的加速效果均超过 30%，尤其当

典型场景数为 30 时，求解总时间缩短了 4 604.53 s，
加速效果更明显。此外，随着典型场景数增加，原优

化问题更加复杂，使用求解器直接求解的时间大幅

增加；而本文所提方法所需的时间基本不变，第 2 阶

段修正时间增加，但整体加速比提高，说明所提方法

对复杂系统求解效率的提升更为明显。

3. 2. 2　FNN 优越性分析

为说明所用 FNN 的优越性，将 FNN 与反向传

播（back propagation，BP）神经网络预决策的性能进

行对比，在二者损失函数均达到收敛的情况下，计算

预决策值与真实值的均方根误差（root mean square 
error，RMSE）、平均绝对误差（mean absolute error，
MAE）、平 均 绝 对 误 差 百 分 数（mean absolute 
percentage error，MAPE）进行对比，将这 3 个变量作

为衡量神经网络性能的指标，即

表 4　不同典型场景数下计算时间对比
Table 4　Comparison of computation time with 

different numbers of typical scenarios

场景

数

5
10
20
30

计算时间/s
T0

546.72
1 146.18
3 243.35

12 941.38

T1

16.02
16.27
17.54
16.89

T2

368.49
765.79

2 206.70
8 320.96

T total

384.51
782.06

2 224.24
8 337.85

α/%

29.67
31.77
31.42
35.57
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图 3　潮流模型的效果对比
Fig. 3　Comparison of performance of power

 flow model
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 eRMSE = 1
N ∑

k = 1

N

( ô k - ok )2 （46）

 eMAE =
∑
k = 1

N

|| ô k - ok

N
（47）

eMAPE = 1
N ∑

k = 1

N || ô k - ok

ok
× 100% （48）

式中：N 为样本的总数；ô k 为预测值；ok 为真实值。

本节设置样本数为 100，其中，测试集和训练集

样本的比例为 2∶8，在不同的典型场景数下得到的

性能对比结果如表 5 所示。

由表 5 可知，各典型场景数下，由于 FNN 使用

隶属度函数来描述不确定变量隶属于各场景的概

率，而 BP 神经网络仅依靠数据拟合，未涉及物理信

息，故 FNN 预决策误差更小，预决策值更接近优化

问题的最优点，加速性能更好。此外，预决策值与真

实值之间的误差是影响加速效果的关键，误差越小，

预决策值越靠近实际最优解，第 2 阶段求解所需迭

代的次数和时间更少。

3. 2. 3　融合 FNN 预决策效果分析

以典型场景数为 10、样本数为 500 为例，图 4 显

示了隶属度函数层对不确定变量的模糊分级情况。

由图 4 可以看出，不确定变量分布不满足单一的高

斯分布，分布呈现非对称、多峰的特征，但由于在

FNN 的隶属度函数计算层进行了模糊分级，各级隶

属度函数仍能较好地学习不确定变量的概率信息，

为预决策提供了较好的基础。鉴于神经网络学习的

样本数较少，部分功率预测误差的概率信息与隶属

度函数计算结果存在偏差是可以接受的。

以典型场景数为 20、样本数为 500 为例，图 5 为

测试集中 FNN 预决策值与真实值的散点图。由图

5 可知，数据点大致位于斜率为 1 的直线附近，预决

策值与真实值的线性相关系数 R 为 0.999 89，决定

系数 R2 为 0.999 78，表明预决策值能够较好地反映

真实值，融合 FNN 预决策性能良好。

3. 2. 4　样本数对所提方法的影响

配电网结构改变频繁，例如，重构拓扑、扩建、新

增 PV 机组等。对于神经网络，一旦配电网结构发

生改变，神经网络就要重新训练，若训练样本难以大

量获取，可能会导致效果不佳。典型场景数为 20
时，本节对比分析了不同样本数下 FNN 预决策的性

能，结果如表 6 所示。由表 6 可知，随着样本数增加，

神经网络预决策误差减小。当样本数为 500 时，误

差最小，加速性能超过 35%，这是由于更多的样本

数使神经网络更好地学习到数据中的特征信息，反

向传播能获得更精准的参数，实现更好的效果。相

较于其他需要大量样本的神经网络，本文所提方法

在几百样本数下能够加速 30% 以上，更适合灵活多

变的配电网，且克服了样本获取难、训练耗时的

缺点。

3. 2. 5　大规模配电网络扩展测试

为验证所提方法对大规模系统的适用性，采用

修改的 IEEE 69 节点配电网进行仿真分析，共接入

20 台分布式 PV、12 台分散式 ESS、20 台 SVC。附

录 A 图 A9 对比了 100 个时刻、各典型场景数下的目

标函数值和求解时间，显示在典型场景数为 10、20、
30 时，100 个时刻下的目标函数值基本稳定，表明数

表 5　FNN 与 BP 神经网络性能对比
Table 5　Performance comparison between FNN and BP neural networks

场景数

5
10
20
30

RMSE/（kV·A）

BP 神经网络

17.83
17.82
16.64
18.66

FNN
15.40
15.83
16.22
15.83

MAE/（kV·A）

BP 神经网络

18.58
17.54
17.06
17.87

FNN
15.63
15.03
17.60
16.39

MAPE/%
BP 神经网络

4.17
4.65
4.44
5.88

FNN
3.68
3.76
4.32
3.48

α/%
BP 神经网络

20.87
23.70
29.58
25.19

FNN
30.12
31.55
31.27
35.53
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图 4　隶属度函数对不确定变量的模糊分级情况
Fig. 4　Fuzzy classification of uncertain variables by 

membership functions
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据驱动得到的典型场景能够有效代表不确定变量历

史数据。附录 A 表 A1 展示了所提方法的加速效

果，所提方法在 IEEE 69 节点系统中的加速效果达

34% 以上，优于在 IEEE 33 节点系统中的加速效果，

且能够满足 30 典型场景下的实时调度要求，说明该

方法适用于复杂系统。

4 结语

本文综合考虑网络损耗、调度成本等多种因素，

提出了经济、安全的有源配电网随机优化功率调度

模型，并提出了融合 FNN 预决策的高效求解方法。

本文通过修改的 IEEE 33 节点和 IEEE 69 节点测试

系统对所提模型和方法进行了仿真测试，并得出了

以下结论：

1）随着不确定变量典型场景数的增加，随机优

化模型的目标函数值将趋于稳定，但求解时间大幅

增加。

2）FNN 通过隶属度函数对不确定变量的概率

分布进行描述，预决策性能优于仅依靠数据驱动的

BP 神经网络。

3）与直接求解随机优化模型相比，融合 FNN 预

决策的求解方法可有效提升模型的求解速度，且在

样本数较少时，依然具有不错的效果。

本文提出的随机优化功率调度模型和融合

FNN 的求解方法是针对数据驱动得到不确定变量

概率分布的情况，对于难以或无法得到不确定变量

概率分布的情况，如何建立有效的模型和提出高效

的求解方法，未来需要进一步研究。

附录见本刊网络版，点击 http：//www.aeps-info.

com/aeps/article/abstract/20250213005，或扫描英文

摘要后二维码，可阅读全文。
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Real-time Stochastic Dispatch Method for Active Distribution Network Using Fuzzy Neural 
Network Pre-decision

CHENG Lilin1， LUO Zijie1， LI Qun2， ZHANG Ningyu2， LI Yaran2， ZANG Haixiang1

(1. School of Electrical and Power Engineering, Hohai University, Nanjing 211100, China; 
2. Electric Power Research Institute of State Grid Jiangsu Electric Power Co., Ltd., Nanjing 211103, China)

Abstract: With the large-scale integration of distributed resources into the active distribution network, internal uncertainties of the 
active distribution network increase. To establish an accurate dispatch model, the uncertainty of photovoltaic output and the 
randomness of load are described as the uncertainty of corresponding prediction errors, and the probability distribution of uncertain 
variables is obtained through data-driven methods. Considering that the power flow model based on second-order cone relaxation 
(SOCR) may violate relaxation constraints and introduce errors, the power flow model is re-derived based on the Euler equations, 
thereby further establishing a stochastic optimal power dispatch model for active distribution networks that is both economical and 
secure. Aiming at the characteristics of the proposed model, this paper presents a real-time stochastic dispatch method for active 
distribution networks using fuzzy neural network (FNN) pre-decision. First, the FNN is employed to provide a fuzzy description of 
the probability distribution of uncertain variables, and its output is used as the initial value for solver optimization. Then, the solver 
is utilized to accelerate the solution process. Finally, the effectiveness of the proposed model and method is validated through a 
modified IEEE 33-bus system.
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