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基于变权值神经网络的低压配电网弱关联型计量异常识别

金阳忻，徐永进，汪金荣
（国网浙江省电力有限公司营销服务中心（计量中心），浙江省杭州市  310000）

摘要：电能表作为低压配电网重要的数据源，其计量异常的治理关系到电力交易的公平性。因此，

以电能表功率、电压冻结值及部分档案信息作为输入，设计了一种基于变权值神经网络的低压配电

网线损弱关联型计量异常识别模型。该模型的主体部分是用于推算计量异常指数的残差神经网

络。首先，针对输入信息不完备引起的精度退化，提出了神经网络变权值算法，即不再认为网络权

值训练后均保持恒定，转而将其中一部分视作若干本征权值叠加而成的可变权值层。然后，利用无

法直接作为网络输入的节点间关联状态，通过分维度的合成密度矩阵合并计算叠加系数，显著提升

了模型准确度。最后，将增广样本集用于训练和测试，对比验证了变权值残差神经网络识别模型的

有效性，再将该模型试点应用于中国浙江省某市电网高损台区治理，进一步检验了其在实际工况中

的检测效果。
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0 引言

在电力交易市场化的背景下，低压配电网非技

术线损治理成为保障交易公平和维护供电秩序的重

要基础，而电能表计量异常是非技术线损的主要来

源［1］。计量异常是指电能表对功率或电量的测得值

大幅偏离真值的现象，其来源包括用户窃电、设备故

障以及接线差错等，其中，异常用户抄见电量无显著

特征且与台区线损不存在直接关联的部分可称为弱

关联型计量异常，反之则称为强关联型。

传统计量异常治理大多以现场稽查的形式开

展，耗费大量人工成本且效率低下。随着高级量测

体系（advanced metering infrastructure，AMI）［2］逐步

推广，数据驱动的计量异常识别在海量用电数据基

础上得到迅猛发展［3-4］。现有常用的数据驱动类计

量异常检测方法，包括基于聚类的识别方式  ［5-7］、基

于序列统计特征的识别方式  ［8-10］，以及基于博弈论

的识别方式  ［11-12］ 等，依赖计量异常用户的抄见电

量、功率自身的特征，如负荷异常跌落、尖峰电量等，

或依赖抄见电量、功率与线损的关联［13］。因此，以

上识别方式适用于强关联型计量异常。

随着低压台区计量环境的日趋复杂，弱关联型

计量异常的案例数呈上升态势：绕越法窃电、电能表

停走等计量异常频繁发生，且由于近几年反窃查违

力度的加大，一些用户开始采用部分绕越或在被绕

越 电 能 表 后 加 装 低 值 负 载 等 方 式 模 拟 正 常 用

户［10-13］。因此，弱关联型计量异常很难被前面几种

识别方式定位。近年来出现的计量异常识别模型开

始引入电量、功率或线损率以外的信息，主要包括：

1）基于网络状态量的识别方式：由于配电网各

节点的电压和注入功率等状态量服从潮流方程约

束，理论上可利用同相节点的测量结果估计目标用

户的电压、功率等状态量［14］，通过对比识别计量异

常。这种基于网络潮流计算的检测方式通常对节点

间测量同时性要求极高［15］，还需要详细的配电网拓

扑结构和线路阻抗等参数［16］。而目前低压配电网

的测量同时性至多可达到亚秒级，且线路阻抗难以

被准确估计［2］。

2）基于机器学习的识别方式：通过监督学习方

法，可训练 k 近邻（k-nearest neighbor，kNN）模型［17］、

支持向量机（support vector machine，SVM）［18］、卷积

神经网络（convolutional neural network，CNN）［19］及

长  短  期  记  忆（long short-term memory，LSTM）网

络［20］等计量正常/异常分类器。这种非解析的机器

学习算法能较好地提取输入序列的非线性映射信

息，但也面临原始数据信息密度较低，且正面与负面

样 本 数 量 不 平 衡 等 问 题［21］。 文 献［22-23］采 用

Bagging、XGboost 等异质集成学习算法实现多个模

型的优势互补，但可能导致少数正确识别结果被
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淹没。

针对现有弱关联型计量异常识别方法的不足，

本文融合基于网络状态和机器学习的计量异常检测

方法，提出了一种变权值残差神经网络识别模型，远

程定位低压配电网弱关联型计量异常，并进行了算

例对比验证。

1 问题描述

本章主要讨论可用于判定线损弱关联型计量异

常的低压配电网特征信息，并据此形成识别模型的

输入及输出架构。

1. 1　弱关联型计量异常的检测原理

在中国，公变台区是低压配电网覆盖范围最广、

用户最多的供电形式，通常线损管理以台区为单元，

一次部分由配电变压器与其低压侧母线、线路与其

分支点（包括分支箱和计量箱），以及用户（三相用户

可视作三个单相用户）组成；二次部分则包括用户侧

电能表和台区总表、互感器，以及配套的用电信息采

集系统［3］。根据定义，台区统计线损 EL 等于总表累

积电能与台区内各用户节点累积电能总和的差值，

如式（1）所示。

EL=∫
0

t

[ ]PT-∑Pmn dτ=∫
0

t

[ ]PT-∑( P cn+P en ) dτ

（1）
式中：n 为节点序号；下标 m 表示测量值；PT 为配电

变压器低压侧关口电能表所测得的功率；Pmn 为用

户节点 n 电能表所测得的功率；P cn 为用户节点 n 的

实际有功功率；P en 为用户节点 n 电能表所测得的功

率 Pmn 与真实值 Pn 之差。

若 P en ≠ 0 且 Pmn 和 P en 相互独立，则可判定存在

线损弱关联型计量异常。结合历年查获的案例，这

种极具迷惑性的计量异常可归纳为 3 类工况：

1）Pmn = 0，即用户绕越法窃电、电能表故障停

走或错接线等工况；

2）Pmn 等于一个较小的常数，即用户在采用绕

越法窃电的基础上，以一个低值负载模拟正常用户

的工况；

3）P en 等于一个较大的负常数，即用户采用部分

绕越法窃电的工况。

对于以上工况，仅依靠电量或功率信息判断计

量异常容易和某些正常用电行为混淆，从而造成误

报。因此，需要在其他信息维度上寻找特征。

理论上，若配电网各节点电压相量及网络导纳

矩阵已知，可用潮流法计算各用户电压相量的分

布［14］，再将视在功率计算值与测量值进行比较，即

可判定计量失准的位置。但在实际工程中，低压配

电网由于用户众多、隐蔽布线复杂，且存在频繁改、

扩接操作，而表箱至配电变压器的拓扑关系尚无可

靠识别方法，且线路、空气开关等部件的阻抗难以准

确测量，因而网络导纳矩阵无从计算；另一方面，低

压配电网各节点电气量的测量同时性依赖于电能表

时钟精度，目前至多可达到亚秒级，且单相电能表不

计量无功功率。综上，潮流计算方法不能直接应用

于低压配电网，但电压和功率的相关关系特征仍可

用于识别。

若已知线路阻抗，可写出直接相连节点间的电

压降与线路功率的关系，如式（2）所示。

U̇ bτ ( n ) = Zn

S cn

U̇ cn

+ U̇ cn （2）

式中：U̇ cn、S cn 分别为用户节点 n 的电压相量、视在功

率；U̇ bτ ( n ) 为次级节点 τ ( n )的电压相量，次级节点是

指与用户节点直接相连的分支点；τ（·）为节点 n 向

其直接相连的上级节点的映射函数；Zn 为用户节点

n 和其次级节点的互阻抗，一般为未知量。

考虑到低压配电网中线路阻抗的电阻成分远大

于电抗成分，式（2）可简化为式（3），即

U bτ ( n ) ≈ U cn + Rn P cn

U cn
（3）

式中：Ucn 为用户节点 n 的电压有效值；Ubτ（n）为次级

节点 τ（n）的电压有效值；Rn 为用户节点 n 与节点

τ（n）之间的线路电阻。

进一步地，将中间节点 τ k - 1( n )与其相连的用户

节点视为一个虚拟用户，利用式（3）可得到从配电网

拓扑中第 k - 1 层到第 k 层中间节点的电压关系

式为：

U bτ k ( n ) ≈ U bτ k - 1 ( n ) +
Rτ k - 1 ( n ) P bτ k - 1 ( n )

U bτ k - 1 ( n )
（4）

式中：U bτ k - 1 ( n )、P bτ k - 1 ( n )、Rτ k - 1 ( n ) 分别为第 k - 1 层中间

节点的电压有效值、虚拟用户有功功率、线路电阻。

反复使用式（4），即可递推至根节点电压 UT。

因 此 ，用 户 节 点 n 上 的 有 功 功 率 P cn 对 节 点 链

n → τ ( n ) → ⋯ → τ k ( n ) → ⋯ → Γ ( n ) 上所有节点间

的电压差都有影响（Γ（·）为节点 n 向所属相别根节

点的映射，记 U TΓ ( n ) 为根节点电压）。Pcn 与电压差

U TΓ ( n ) - U bτ ( n )、U bτ ( n ) - U cn 存在正相关关系，将 P cn

拆分为 Pmn 和 P en，写出 [U TΓ( n ) - U bτ ( n )，U bτ ( n ) - U cn ]
和 [ Pmn，P en ]的相关矩阵 CPU，如式（5）所示。

CPU = é
ë
êêêê ù

û
úúúúPmn

P en

[ ]U TΓ( n ) - U bτ ( n ) U bτ ( n ) - U cn =

é

ë
ê
êê
ê ù

û
úúúú

CPU ( 1，1 )  CPU ( 1，2 )
CPU ( 2，1 )  CPU ( 2，2 )

（5）

若节点 n 计量正常且与异常节点分属不同计量

箱，则 CPU 的元素 CPU ( 1，1 )、CPU ( 1，2 ) 占主导；若节
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点 n 计量正常但与异常节点同属一个计量箱，则元

素 CPU ( 2，1 )、CPU ( 1，2 )占主导；若节点 n 计量异常，

则元素 CPU( 2，1 )、CPU( 2，2 )占主导。虽然 CPU 无法直

接 计 算 ，但 由 上 面 的 讨 论 可 知 ，序 列 [U Tτ ( n ) -
U bτ ( n )，U bτ ( n ) - U cn ]和 [ Pmn，P en ]包含了节点 n 是否计

量异常的信息。

1. 2　模型输入及输出层结构

AMI 中用户侧的电能表和配变侧的台区总表

已全量实现了有功功率、电压等用电数据的实时采

集及定时冻结；同时，台区户变关系和箱表关系在营

销系统中均有留档，且目前已有一些台区拓扑识别

手段作为补充。因此，本文采用以下数据组成辨识

弱关联型计量异常辨识模型的数据源。

1）用户节点 n 的电压和有功功率的时域序列

Pmn、Umn如式（6）所示。

ì
í
î

Umn =[ U mn1，U mn2，⋯，U mnt，⋯，U mnNt
]

Pmn =[ Pmn1，Pmn2，⋯，Pmnt，⋯，PmnNt
]

（6）

式中：U mnt 为用户节点 n 在 t 时刻的电压测量值；Pmnt

为用户节点 n 在 t 时刻的有功功率测量值；N t = 4 ×
96，为 4 d 内电压和有功功率分钟冻结的采样点数。

在测量前需对台区内所有电能表进行精准校

时，使电能表时钟偏差控制在 5 s 以内，以保证各冻

结值的相对同时性。

2）节点 n 对应的配变低压侧 Γ（n）相电压和有

功功率的时域序列UTΓ ( n )、PTΓ ( n ) 如式（7）所示。

ì
í
îïï

UTΓ ( n ) =[ U TΓ ( n )1，U TΓ ( n ) 2，⋯，U TΓ ( n ) t，⋯，U TΓ ( n ) N t
]

PTΓ ( n ) =[ PTΓ ( n )1，PTΓ ( n ) 2，⋯，PTΓ ( n ) t，⋯，PTΓ ( n ) N t
]
（7）

式中：U TΓ ( n ) t 为用户节点 n 所属相别根节点在 t 时刻

的电压测量值；PTΓ ( n ) t 为用户节点 n 所属相别根节点

在 t时刻的有功功率测量值。

3）配电网台区的部分档案信息包括：用户的相

别，即户变关系，以及用户接入的线路分支（表箱或

分支箱）序号，即箱表关系。

式（5）中 U TΓ ( n )、U cn 和 Pmn 可从数据源直接得

到，而 U bτ ( n ) 和 Pen通常未知，故分别以平均电压和瞬

时线损 PLt 近似替代，如式（8）所示。

ì

í

î

ï
ïï
ï

ï
ïï
ï

Ū τ ( n ) t = 1
ο ( N bτ ( n ) )

∑
n1 ∈ N bτ ( n )

U mτ ( n ) t

PLt = PTΓ ( n ) t - ∑
n

Pmnt

（8）

式中：N bτ ( n ) = { n1 |τ ( n1 )= τ ( n ) }，为与 n 连接至同一

次级节点的用户节点集；ο ( · )为集合基数；PLt 为台

区某相总功率与该相用户功率测得值之差，即瞬时

线损，而 P en 为其中一个重要分量。

另外，以上测量值需要计及测量误差的影响，包

括系统误差和随机误差。系统误差在一定时间内具

有稳定性；而随机误差是一种时变的系统小干扰，通

常较系统误差小 1 个数量级［24］。电能表是用于电能

结算的计量器具，使用前必须经过全检验收，根据相

关标准［25］，电网公司安装的电能表测量功率时系统

误差可以控制在±1% 以内，随机误差取±0.1%；测

量电压时系统误差可以控制在±0.5%（±1 V）以

内，随机误差一般在±0.1 V 以内。另外，台区总表

准确度远高于用户电能表，其测量误差可以忽略。

考虑到模型可移植性，对网络的输入特征应进

行归一化处理以排除台区规模特征的影响。因此，

把神经网络的输入层 X 0 写为式（9）。

X 0 =

é

ë

ê

ê

ê

ê

ê

ê

ê

ê

ê

ê

ê

ê
êêê
ê

ê

ê

ê

ê

ê

ê

ê

ê

ê

ê ù

û

ú

ú

ú

ú

ú

ú

ú

ú

ú

ú
úú
ú

ú

ú

ú

ú

ú

ú

ú
UTΓ ( n ) -[ Ū τ ( n ) t ]1 × Nt

max (UTΓ ( n ) - Umn )
[ Ū τ ( n ) t ]1 × Nt

- Umn

max (UTΓ ( n ) - Umn )
Pmn

max PTΓ ( n )

[ PLt ]1 × Nt

max PTΓ ( n )

（9）

输出方面，神经网络应当输出用户节点 n 的计

量异常指数 Y m（m 为节点 n 在样本集中的序号），若

超出异常指数阈值 Y th，即可认为存在弱关联型计量

异常嫌疑，此时应派出计量现场作业人员前往核查。

1. 3　样本数据的获取和增强

为提升模型准确性，样本的收集应尽可能全面，

但为了增加训练的针对性，收集原始数据集后应首

先剔除几类明显的非弱关联型计量异常。

1） 飞走/停走，即电能表冻结功率正常但电能

变化量很大或停止走字。其判据为功率测量值 Pmnt

和电量测量值 Em不匹配，如式（10）所示。

Em ≠∫Pmnt dt ≈ lim
ΔT → 0

∑Pmnt ΔT （10）

式中：ΔT 为有功功率冻结周期。

2）失压，即电能表测得的端电压值明显小于额

定值 220 V，此时，电能表内失压事件将被触发。其

判据为电能表电压测得值长期显著低于同台区其他

电能表，如式（11）所示。

U mnt ≤ ( 1 - ε ) max
Γ ( n1 )= Γ ( n )

 U mn1 t （11）

式中：ε为电能表失压事件触发阈值，一般定为 0.2。
3）强关联异常，通常为用户采用欠流法等方式

窃电或电压/电流线反接等，此时，台区线损与电能

表冻结功率具有较大关联甚至线性相关，可利用目

前常用的几种反窃电技术加以甄别［5-6，9-10］。
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为了避免神经网络的训练陷入局部极小值或过

拟合，正常、异常样本比例应大致相当，但在实际反

窃查违工作中，发现的计量异常用户远少于计量正

常用户，导致样本比例严重失衡，故引入数据增强技

术扩张训练集［26］。在全省范围内收集近几个月的

弱关联型计量异常，从中总结几种常见类型，归纳其

功率测得值与真实值的映射关系（以方程 Pmnt 形式

写出）［5］，如表 1 所示。表中：P cBn 为用户 n 的用电容

量；ηB 为固定系数，通常取值为 0~0.6；η ( t )为时变

系数；t ∈ T e，T e 为计量异常时段，通常分为全时段异

常和高峰时段异常，后者仅在用户窃电的情形下

出现。

在计量正常台区的样本集中添加“人为异常”模

拟异常样本［7，21］，即取正常用户的电压、功率数据，

利用表 1 中各类型计量异常的映射关系计算发生相

应计量异常时功率 Pmnt 的取值。将异常样本代入式

（6）—式（9），并加入增广训练集，可以促使网络在训

练中学习样本集数据的深层特征［26］，从而抑制过

拟合。

2 计量异常识别模型

本文采用的残差神经网络是 CNN［26-27］的一种

改进分支，通过权值共享和跨层直连克服梯度消失

问题［28-29］，结构如图 1 所示。

为兼顾网络模型的计算效率和表达能力，该神

经网络包含 4 个卷积 -池化单元（由交替的卷积层和

池化层组成，独立卷积层可视为与池化宽度为 1 的

池化层配对）、4 个残差单元（由带旁路的 2 个卷积层

构成），以及 1 个全连接层。

2. 1　神经网络的单元设计

为方便讨论，在网络的第 k 层，按层类型对网络

基本参数作以下规定：对于全连接层，以 Nk 表示输

出神经元个数，以 wkij和 bki分别表示第 i 个神经元的

输入中第 j 个权值和该神经元的偏置，以 xki表示第 i
个像素值；对于卷积层，以 Nk 表示特征面个数，以

Npixk表示特征面的像素数，以 Nc表示卷积核尺度，以

wkijc和 bki分别表示第 i个特征面的输入中第 j个特征

面的卷积核上坐标为 c 的权值和该特征面的偏置，

其中 c ∈ N c = {(-1 )，( 0 )，( 1 ) }；以 xkie表示该特征面

坐标为 e 的像素值，以 Npixk={ e1，e2，… }表示特征面

的像素集合，特征面的边缘以 0 填充，即像素坐标

e ∉ N pixk 的像素值 xkie=0。对于合并层，以 Nsk表示需

要合并的层所属序号集合。

为叙述简洁，将权值写为下列向量形式：
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W=[W 1，W 2，⋯，WN l ]

（12）

式中：N l为网络深度；W为全网络权值。

在卷积层中，每个特征面在卷积运算后参与形

成下一层的特征面，递推关系如式（13）所示。
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表 1　弱关联型计量异常特征
Table 1　Weakly-correlated measurement 

anomaly feature

序号

1
2
3

Pmnt

0
ηB P cBn

η ( t ) P cBn

序号

4

5

Pmnt

max ( 0,P cnt - ηB P cBn)

max ( 0,P cnt - η ( t ) P cBn )

�

hamming
�F�

@F �

1×384D��
(4EE)

44D�

 ���(4�)

Y

N
7%
F� softmax

Ym
�E��
(967%)

*�@F
��

1×64K	�
(12EE)

1×8K	�
(12EE)

1×8K	�
(12EE)

�/-!���
(4�)

� � �

Ym>Yth?

+

图 1　残差神经网络总体结构
Fig. 1　Overall structure of residual neural network
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式中：I为单位矩阵；*表示卷积运算；Xki为第 k 层第 i
个特征面像素矩阵；σkie为其第 e 个像素的激励；fk ( · )
为 第 k 层 网 络 采 用 的 激 活 函 数 。 输 出 层 采 用

softmax 函数，其他采用线性整流函数以抑制梯度

弥散。

这种卷积核的权值共享机制减少了神经元间的

连接数，提升了网络的泛化能力。

在池化层中，每个特征面按照最大池化方式计

算输出特征面的像素，具体可参照文献［26］。

在合并层中，递推式如式（14）所示。

x ( k + 1 ) ie = ∑
k ∈ N sk

xkie （14）

2. 2　神经网络的训练

考虑到神经网络的作用为分类器，训练目标以

铰链函数定义，如式（15）所示。

fh (Y m|Y tm )=
ì
í
î

max ( 0，1 - Y m ) Y tm = 1
max ( 0，Y m ) Y tm = 0

（15）

式中：Ytm为训练集第 m 个样本的目标；m 为样本号；

Ym为网络前馈输出的计量异常指数，反映训练过程

中的动态变化。

下面利用变量上标（v）表示第 v 轮训练。例如，

W ( v )
k 为第 v 轮训练后的第 k层权值向量。

残差神经网络的训练基于误差反向传播原

理［30］，采用梯度共轭法（L-M 方法）确定第 v 轮训练

中权值向量的变化量［31］，如式（16）所示。

ΔW ( v ) = -μ ( JW J T
W + ηI )-1 J T

W f ′h - f ′z (W ( v ) ) （16）
式中：f ′h 为铰链函数的导数；η 为超参数，用于保持黑

塞矩阵 JW J T
W + ηI满秩；μ 为网络学习速率；fz ( · )为

正则函数，用于平衡网络的精度和泛化能力；JW为

W的雅可比矩阵，网络训练的关键即在于求解 JW的

各个元素。

以第 k 个卷积层为例，对于第 m 个训练样本，该

层第 i 个特征面输入中，第 j 个卷积核上第 c 个权值

wkijcm对应的 JW元素如式（17）所示。

Jkijcm = ∂ym

∂w kijc
= ∑

e ∈ N pixk

δ ( k + 1 ) iem xkj ( e + c ) m

∂fk ( σkie )
∂σkie

（17）

式中：δ（k+1）iem为像素值 x（k+1）iem的梯度，可以由式（18）
得到。

δkiem = ∑
i = 1

Nk + 1

[ δ ( k + 1 ) i ( e - c ) m ] ∗W kij

∂fk ( σkie )
∂σkie

（18）

另外，偏置 bkim 可视为输入“1”的权值，代入式

（17）即可得到 bkim对应的 JW元素。

若第 k 层为池化层或合并层，则无可训练权值，

梯度 δkiem的递推式参照文献［26，28-29］计算。

2. 3　变权值神经网络

直接按照以上方法训练网络权值，在 5%~
10% 之间出现了训练精度提升的瓶颈（如附录 D 图

D1（a）所示），即使采用随机小批量梯度下降［30］、批

归一化［32］等方法也无明显改善。通过分析错分样

本分布发现，精度退化的主因是模型输入信息不完

备，仅包含用户节点自身的电压、功率信息，而缺失

了同样影响显著的节点间关联状态信息，导致神经

网络无法正确地学习一些分类特征。这些信息包括

台区拓扑类型、节点在台区中所处层级等，通常不被

台区档案所记录且数据结构并非序列形式，无法直

接输入神经网络。

针对该情况，一个自然的解决方法是为每类关

联状态分别训练权值，但这种训练方式需要巨大的

样本量及网络存储规模。为了低成本地计及节点间

关联状态，本文提出一种变权值算法，即改变原先所

有网络权值一经训练即保持不变的做法，将网络部

分层级改为变权值层，样本 m 的权值Wkm 视为多个

本征权值的叠加，具体如下。

考虑到对节点间关联状态 φm（第 m 个样本）进

行的估计具有一定模糊性，将其写为本征态 ψ 12 依概

率的线性叠加，通过映射 T 将每个本征态对应至一

个本征权值Wkψ12，并将 φm 投影至变权值层的网络权

值W km，如式（19）所示。
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T：R 4¾ ®¾¾T FL ( N k + 1 × N k )
T ( φm )=W km

φm = ∑ρmψ12 ψ 12

W km = ∑ρ2
mψ12W kψ12

ψ 12 = ψ 1 ψ 2 ∈ { |00 ，|01 ，|10 ，|11 }

（19）

式中：R4表示 4 维实向量空间；FL ( N k + 1 × N k )表示

Nk+1×Nk（即权值Wkm 的维数）矩阵空间；ψ 12 的两个

维度中，ψ1 为台区拓扑结构分维度对应的本征态分

量，ψ2为节点层级分维度对应的本征态分量；表示

直积运算；ρmψ12 为第 m 个样本在各本征态的概率密

度投影，根据概率归一化要求，各 ρmψ12 的平方和

应为 1。
概率密度投影 ρmψ12需要计及节点间关系状态中

台区拓扑结构和节点层级两个分维度上的合成密度

矩阵 ρtpm、ρlocm，具体计算方法见附录 A。

因为辐射型拓扑中几乎不可能存在高拓扑层级

的节点，本征态 |01 的系数 ρm | 01 应为 0。其他本征态

概率密度的计算方法如式（20）所示。

202



金阳忻，等  基于变权值神经网络的低压配电网弱关联型计量异常识别

http：//www.aeps-info.com

ì

í

î

ï

ï

ï
ïï
ï
ï

ï

ï

ï

ï
ïï
ï
ï

ï

ï

ï

φm = ∑
ψ12

ρmψ12 ψ 12

ρm | 00 = ρ tp00

ρm | 01 = 0
ρm | 10 = ρ tp11 ρ loc00

ρm | 11 = ρ tp11 ρ loc11

（20）

式中：ρtp00、ρtp11 为 ρtpm 的对角元素，表示台区拓扑结

构分维度上两个本征态的概率；ρloc00、ρloc11 为 ρlocm 的

对角元素，表示节点层级分维度上两个本征态的

概率。

将 ρmψ12 作为补充信息，代入式（19）可得到变权

值层Wkm的叠加系数，如式（21）所示。

W km = | ρ tp00 |
2
W k | 00 + | ρ tp11 ρ loc00 |

2
W k | 10 +

| ρ tp11 ρ loc11 |
2
W k | 11 （21）

得到Wkm 后，代入式（13）即可得到变权值层的

前馈运算递推式，如式（22）所示。
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（22）

由于变权值层各样本不再共享权值，式（21）中

以下标 m 加以区分，变权值神经网络用于识别的具

体流程如图 2 所示。

变权值神经网络的训练可分为两个阶段：

1）假定变权值层每个本征权值相等，此时，神经

网络各层权值的训练方法与 2.2 节完全一致；

2）按式（20）计算训练集每个样本的本征态概

率密度，单独训练可变权值层的每个本征权值，如图

2 所示，将式（18）中权重 Wkij 以 W kijm 替代，且按式

（16）得到变权值层权值向量的总变化量后，结合叠

加系数更新每个本征权值W ( v )
kψ12，如式（23）所示。

W ( v )
kψ12 =W ( v - 1 )

kψ12 + | ρmψ12
|

2
ΔW ( v )

k （23）
为节约算力和存储空间，一般只需将网络后

面几个宽度较小的层改为变权值层。采用变权值

算法后，神经网络即可利用本征权值的叠加从 ρmψ12

获取节点间关联状态信息，从而进一步提升了网

络精度。

2. 4　网络权值的迭代

神经网络每一次作出识别后，若得到异常样本，

应派出计量现场作业人员前往核查，判断是否确为

计量异常，若现场检定未发现计量异常，则记录该用

户电压和有功功率冻结值，用于更新原始样本集的

计量正常部分。对于识别为计量正常但通过其他途

径发现实际为计量异常的用户，应将其电压和有功

功率冻结值用于更新原始样本集的计量异常部分。

整体工作流程如图 3 所示。

对于式（9）中的网络输入，每次迭代时应将原有

数据替换；由于节点间关联状态基本不会变化，式

（9）中密度矩阵的更新应计及原有采样结果，以拓扑

维度密度矩阵的第 V 轮迭代（以上标 V 表示）为例，

更新方法如式（24）所示。
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图 2　变权值神经网络的识别与训练
Fig. 2　Recognition and training of neural network with variable weights
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tpm = ρ ( 0 )

tpm

ρ̄ (V )
tpm = ( 1 - β ) ρ̄ (V - 1 )

tpm + βρ (V )
tpm      

β =
2 || ρ̄ (V - 1 )

tp01

|| ρ̄ (V - 1 )
tp01 + || ρ (V )

tp01 + || ρ̄ (V - 1 )
tp01 + ρ (V )

tp01

（24）

式中：ρ (V )
tpm 为第 V 轮测得的密度矩阵，ρ (V )

tp01 为其反对

角元素；ρ̄ (V )
tpm 为前 V 轮识别周期的平均密度矩阵，

ρ̄ (V )
tp01 为其反对角元素；β 为更新系数。

在样本集更新一定比例后，应重新训练神经网

络权值。

3 算例验证

为验证弱关联型计量异常识别模型的准确性，

在浙江省电力公司下辖供电所中选择 40 个典型低

压台区（线损率稳定在 5% 以下，采集成功率为

99.9% 以上，包含居民小区、农网、写字楼及商场类

型各 10 个），从典型低压台区随机抽取 840 个用户的

电压及有功功率冻结值数据作为计量正常样本，连

同原有全省范围收集的 80 个弱关联计量异常案例，

构成原始样本集。再按照 1.3 节的方法，在实测采

集数据的基础上，每个台区随机抽取 19 个用户模拟

计量异常，共计 760 个计量异常样本，构成增广样本

集。从原始样本集+增广样本集中抽取计量正常/
异常样本各 720 个共同组成模型训练集（具体见附

录 B），剩余样本作为测试集。

利用 MATLAB 软件进行本文模型有效性的证

验，先验证神经网络结构及参数选择的合理性（见附

录 D），再与其他常见计量异常识别算法进行对比，

最后在试点应用中验证模型在实际工况中的识别准

确性。

3. 1　识别效果对比测试

为了验证本文识别模型的整体有效性，将其与

现有常用的几种窃电或计量异常检测方法进行对

比，包括：SVM 模型［18］、kNN 模型［17］、回归分析模

型［9］、Granger 归因模型［8］、LSTM 模型［20］、随机森林

模型［22］。利用受试者测试曲线（ROC）和准确率 -召

回 率 曲 线 对 比 各 模 型 的 识 别 效 果 ，结 果 如 图 4
所示。

图 4 中各模型识别结果以不同格式的曲线表

示。可以发现，在准确率 -召回率曲线上，回归分析

和 LSTM 模型在测试集个别计量异常样本点上所

得计量异常指数 Ym低于所有计量正常样本点，故近

原点处准确率突降为 0，Granger 归因模型则在召回

率 30%~60% 之间准确率低于其他模型 10% 左右，

而代表本文模型的曲线基本包络现有常用模型。通

过 ROC 曲 线 包 络 面 积（area under ROC curve， 
AUC）的定量比较，可以发现只利用功率特征的回
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图 3　计量异常识别模型的制备、应用及迭代
Fig. 3　Preparation, application and iteration of 

measurement anomaly recognition model
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归分析模型和 Granger 归因模型表现欠佳；以 kNN
为代表的聚类模型和以 SVM 及 LSTM 为代表的神

经网络模型计及了电压、功率等数据源，整体表现较

好；综合多种特征的随机森林法在传统方法中表现

最佳；本文方法则在此基础上又提升了约 4%。

3. 2　试点应用

进一步地，为了检验本文模型在实际工况中的

识别准确性，在浙江省某市选择 21 个经传统线性回

归法分析无法找到计量异常用户的高损台区（约

含 1 500 个用户，详见附录 C），利用本文变权值残差

神经网络输出 44 个疑似计量异常用户（为尽可能减

少漏检，计量异常指数判断阈值定为 0.15），派出计

量稽查人员对这些用户电能表计量情况进行复核，

发现其中 19 个用户属于假阳性，另外 25 个确属计

量异常的用户则及时纠正；再对剩余未识别出计量

异常的高损台区及纠正后仍高损的台区进行现场校

验（约 200 个用户），发现原识别结果为计量正常的

用户中有 5 个属于假阴性，其中，1 个绕越法窃电、

2 个部分（50% 以下）负荷绕越法窃电以及 2 个分流

法窃电/接线错误（该类不属于本文讨论范围）。混

淆矩阵如图 5（a）所示。

按照 2.4 节的方法在每个识别周期更新权值

后，各轮次混淆矩阵如图 5（b）至（d）所示。随着权

值更新，本文计量异常识别模型的检出率具有上升

趋势（5/6→14/15），而误检率也明显下降。

4 结语

为提升低压配电网线损弱关联型计量异常的识

别效果，本文分析了该类计量异常的检测特征，设计

了一种基于变权值残差神经网络的计量异常系数计

算方法。利用算例验证了模型，得到如下结论：

1）在训练集样本量有限的条件下，本文设计的

残差神经网络结构参数兼顾了精度和泛化能力的平

衡，测试集精度可达 94%；在测量误差的最大允许

范围内，精度损失不超过 5%。

2）本文模型结合了网络状态法和机器学习法

的优势：相较网络状态法，本文方法无需线路阻抗、

节点电压相角等未知信息作为输入；不同于传统神

经网络的权值仅在训练时变化，本文提出的变权值

算法在网络识别时也可以灵活调整权值以适配每个

样本的节点间关联状态，提高了模型输入信息的完

备性。与对照组相比，测试集识别结果的 AUC 指标

提升了约 4%。

3）台区试点结果表明，本文模型可有效识别计

量现场高损台区的线损弱关联型计量异常，且随着

识别轮次的迭代，准确度提升明显，但对其他类型计

量异常的识别效率有限，适合与传统反窃电或计量

异常识别方法优势互补。

随着台区用电信息采集终端的算力增长，本文

模型的识别部分有望下装至采集终端并独立运行，

模型的轻量化将是未来的研究方向。

附录见本刊网络版，点击 http：//www.aeps-info.

com/aeps/article/abstract/20241117002，或扫描英文

摘要后二维码，可阅读全文。
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Weakly-correlated Measurement Anomaly Recognition of Low-voltage Distribution Network Based on 
Neural Network with Variable Weights

JIN Yangxin， XU Yongjin， WANG Jinrong

(Marketing Service Center (Metrology Center) of State Grid Zhejiang Electric Power Co., Ltd., Hangzhou 310000, China)

Abstract: The electric energy meter, as an important data source in the low-voltage distribution network, plays a crucial role in 
ensuring the fairness of electricity transactions through the management of measurement anomalies. Therefore, a model of weakly-

correlated measurement anomaly recognition of line loss based on neural network with variable weights is designed, whose inputs 
are freezing values of power and voltage on the electric energy meter, as well as partial archival information. The main part of the 
model is the residual neural network to calculate the measurement anomaly index. First, aimed at the accuracy degradation caused 
by insufficient input information, a neural network algorithm with variable weights is proposed, in which the network weights are 
no longer considered to remain constant after training, instead, some of them are regarded as variable weight layers formed by the  
superposition of several eigenstate weights. Then, through the node correlation state that is not able to be directly used as network 
input, the superimposing coefficients are calculated via composite density matrices with dimensions, which significantly improves 
the model accuracy. Finally, by using the augmented sample set for training and testing, the validity of the residual neural network 
recognition model with variable weights is comparatively verified. Furthermore, the model is tested and applied to the control of a 
high-loss distribution station area in a city in Zhejiang Province of China to confirm its detection effect in actual working conditions.

This work is supported by National Key R&D Program of China (No. 2023YFC3807100).
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