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基于冗余约束快速辨识的电力系统前瞻调度鲁棒决策方法
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摘要：为应对新能源日内功率偏差导致的系统电力平衡问题，电力调度部门需要从前瞻性视野对

日前计划进行分钟级修正。为此，提出一种基于冗余约束快速辨识的电力系统前瞻调度鲁棒决策

方法，在保证短时间高效求解的同时，提升极端运行场景下电力系统的新能源消纳率和保供能力。

首先，在前瞻调度决策模式下，考虑风电/光伏的不确定性，结合水电、火电、储能及联络线多资源协

同控制建立两阶段优化模型，第 1 阶段考虑系统的经济性和安全性，第 2 阶段考虑系统的新能源消

纳和保供能力。进一步，考虑到新能源不确定性将增加模型复杂度，提出基于图卷积神经网络-长

短期记忆网络的冗余约束辨识与削减方法，并利用列与约束生成算法对约简后的前瞻调度模型进

行鲁棒优化求解。最后，在 IEEE 118 节点系统中进行算例仿真验证，通过数值结果验证了所提模

型能够实现冗余约束的快速辨识，所提鲁棒决策方法能对多种不同类型场景的前瞻调度策略进行

高效求解。
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络；鲁棒优化

0 引言

随着“双碳”目标下中国新型电力系统建设的不

断推进，以风电、光伏为主的可再生能源在电力系统

的电量占比将逐步提升，未来电网将呈现高新能源

渗透率这一特征［1］。由于新能源存在随机性、波动

性，高新能源渗透率下电力系统的日内平衡难度加

剧，在极端天气场景出现时则更为严峻［2-3］。以广东

省电网为例，2023 年春节期间受寒潮影响，系统出

现了海上风电大发但负荷持续低水平的情况，新能

源出力预测偏差超 50%，灵活性资源不足导致大规

模弃电；2023 年夏季台风期间，风电出现大范围切

入切出，运行方式急剧变化，波幅超过 40%，对日内

平衡产生了巨大影响。因此，为了应对极端天气下

新能源极端运行场景对电力系统功率平衡带来的挑

战，电力系统前瞻调度的概念应运而生。

电力系统前瞻调度利用日内超短期预测，综合

考虑前瞻窗口内短期预测误差导致的调度方案与日

前计划偏差［4］，滚动修正日内调度方案，有效保证调

度方案的安全性与经济性。前瞻调度面临的主要挑

战在于，如何在日前计划的基础上，通过前瞻性视

野，在考虑新能源不确定性的同时快速制定满足安

全约束的多资源协同再调度方案。现阶段国内外学

者主要通过鲁棒优化对新能源的不确定性进行处

理。鲁棒优化的核心思想是要求决策者在不确定性

变量可能发生的最恶劣场景下实现方案寻优。针对

新能源强不确定性所导致的电力系统面临净负荷过

大或者过小的极端运行场景，鲁棒优化能够保障新

能源出力场景多变时电力系统的安全可靠运行。文

献［5］基于分布鲁棒优化考虑电 -热 -氢综合能源系

统中风电/光伏的不确定性问题；文献［6］考虑输电

线路热定值，提出储能与输电网协同的鲁棒规划模

型，从而提升输电线路的利用效率；文献［7］针对光

伏、负荷的不确定性构建了 min-max-min 结构的两

阶段鲁棒优化模型，考虑了源荷两侧都处在极端运

行场景下的日前优化问题。在此基础上，文献［8］进

一步引入协变量因素，通过模糊集的方法刻画源荷

两侧的不确定性；文献［9］则综合考虑微电网中多类

型资源的不确定性，通过鲁棒优化决策出最恶劣运

行场景下的经济最优日前调度方案。上述研究为电

力系统调度中鲁棒理论的应用发展奠定了良好

基础。

然而，随着电力系统中源、荷、储等调度对象的
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类型和数量日益增加，以及电网运行方式多样性的

加剧，前瞻调度模型的复杂度呈指数级增长［10］，上

述传统鲁棒优化方法在考虑不确定性时引入的新增

变量和约束将进一步加剧这个问题，使得优化求解

的计算复杂度高、效率低、耗时长。因此，需要对前

瞻调度问题的模型进行约简以提高求解效率，通过

削减冗余约束来降低调度模型的复杂度。文献［11-

12］表明，混合整数优化问题中往往存在大量冗余

约束，这些约束并不会改变问题的最优解，仅仅只影

响问题规模。文献［10］通过线路开断分布因子和支

路潮流削减机组组合问题的基态和 N - 1 故障态约

束，但其侧重点主要在 N - 1 故障态的约束削减，基

态环境下仅考虑并联支路的约束削减。文献［13-

14］采用深度强化学习辅助电网日内调度优化求解，

但对日内滚动调度的时序相关性考虑不足。

为此，本文提出基于冗余约束快速辨识的电力

系统前瞻调度鲁棒决策方法。在前瞻调度决策模式

下，综合考虑多种资源的协调控制，构建了 min-max-

min 结构的三层两阶段鲁棒经济调度模型。通过基

于图卷积神经网络（GCN）-长短期记忆（LSTM）网

络（下文简称 GCN-LSTM）的冗余约束辨识与削减

方法，并结合列与约束生成算法，将两阶段非线性模

型分解为混合整数形式的主子问题交替求解，实现

前瞻调度滚动鲁棒优化。本文的主要工作如下：

1）构建了考虑风电/光伏新能源不确定性及水

电、火电、储能和联络线多资源协同的前瞻调度鲁棒

优化模型。模型通过前瞻调度策略滚动更新，可有

效应对极端运行场景下系统的功率平衡问题，提升

新能源消纳和保供能力。

2）针对前瞻调度模型中的大量安全约束，提出

一种基于 GCN-LSTM 的冗余约束快速辨识模型，

通过对模型的约简降低模型复杂度与计算复杂度。

1 前瞻调度决策模式

前瞻调度发电计划的制定以时间 Δt 为一个决

策周期，即调度计划每 Δt 滚动更新一次，全天共计

24 h/Δt 个决策时段［15］。前瞻调度决策模式是在当

前决策时段根据实时更新的未来 N F 个时段的预测

数据制定未来 N P 个时段的发电计划。为与电力系

统实际调度计划制定相符，令二者都为同一值 N，并

将二者称为前瞻调度窗口。同时，由于前瞻调度时

间尺度属于日内调度，且所采用的超短期预测数据

窗口为 4 h，不失一般性，取决策周期 Δt = 15 min 对

应日内调度时间尺度，取前瞻调度窗口长度 N = 16
对应 4 h 超短期预测窗口，前瞻调度决策流程如图 1
所示。

令初始时段 t0 = 0，对于决策时段 tk = kΔt（k ∈ N）

的前瞻窗口 Lk = { tk，tk + 1，⋯，tk + N - 1 }，滚动更新的信

息包含以下几个部分。

1）负荷预测序列Q d，k

Q d，k = { pd，tk
，pd，tk + 1，⋯，pd，tk + N - 1 } （1）

式中：pd，tk + n
=[ pd，tk + n，0，pd，tk + n，1，⋯，pd，tk + n，N d - 1 ]（n ∈ { 0， 

1，⋯，N - 1 }）为前瞻窗口 Lk 中前瞻时段 tk + n 内系

统负荷功率预测向量，其中，N d 为系统负荷节点数，

pd，tk + n，id（id ∈ { 0，1，⋯，N d - 1 }）为决策时段 tk + n 节点

id 处负荷功率预测值。

2）新能源预测序列Q ne，k

Q ne，k = { pne，tk
，pne，tk + 1，⋯，pne，tk + N - 1 } （2）

式中：pne，tk + n
=[ pne，tk + n，0，pne，tk + n，1，⋯，pne，tk + n，N ne - 1 ] 为前

瞻窗口 Lk 中前瞻时段 tk + n 内系统新能源出力预测向

量 ，其 中 ，N ne 为 系 统 新 能 源 节 点 数 量 ，pne，tk + n，ine

（ine ∈ { 0，1，⋯，N ne - 1 }）为决策时段 tk + n 节点 ine 处

新能源出力预测值。

3）调节资源当前执行计划 p s，k - 1

在前瞻窗口 Lk 中，各调节资源当前执行的是上

一前瞻窗口 Lk - 1 计算得到的前瞻调度计划的首个

前瞻时段 tk - 1，则各调节资源当前执行计划向量为：

p s，k - 1 =[ p s，tk - 1，0，p s，tk - 1，1，⋯，p s，tk - 1，N s - 1 ] （3）
式中：N s 为系统调节资源节点数；p s，tk - 1，is（is ∈ { 0， 
1，⋯，N s - 1 }）为前瞻时段 tk - 1 节点 is 处调节资源的

当前出力值。

根据上述前瞻窗口 Lk 对应的负荷功率预测序

列 Q d，k、新能源出力预测序列 Q ne，k 和调节资源当前

执行计划 p s，k - 1，可得前瞻窗口 Lk 中各调节资源的

前 瞻 调 度 计 划 Q s，k = { p s，k，p s，k + 1，⋯，p s，k + N - 1 }，其

中，p s，k + n =[ p s，tk + n，0，p s，tk + n，1，⋯，p s，tk + n，N s - 1 ]。
前瞻调度计划中包括实施调度计划和超前调度

计划，下面就二者含义具体阐述。

1）实施调度计划

实施调度计划即前瞻调度计划中实际被执行的
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图 1　前瞻调度决策流程
Fig. 1　Decision-making process of look-ahead dispatch 
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调度计划，在前瞻调度中，对于每个前瞻调度窗口，

实际执行首个时段的调度计划。以前瞻窗口 Lk 为

例，Lk 内首个时段 tk 的调度计划 p s，k 将被执行，执行

方式为在当前执行计划 p s，k - 1 的基础上，调整各调节

资源的出力，即

p s，k = p s，k - 1 + Δp s，k （4）
式中：Δp s，k 为调节资源的调整功率向量。

2）超前调度计划

超前调度计划即为前瞻调度计划中辅助计算未

被执行的调度计划，在前瞻调度中，除首个时段 tk 的

调度计划外，其余时段的调度计划均为超前调度计

划 。 对 于 前 瞻 窗 口 Lk 中 的 超 前 调 度 时 段 tk + r

（r ∈ { 1，2，⋯，N - 1 }），其调节资源出力计划如下：

p s，k + r = p s，k + r - 1 + Δp s，k + r （5）
式 中 ：Δp s，k + r 为 tk + r 时 段 出 力 计 划 p s，k + r 相 对 于

tk + r - 1 时段出力计划 p s，k + r - 1 的调整功率向量。

在前瞻决策时段 tk 计算得到前瞻窗口 Lk 的调度

计划Q s，k 后，立即执行实施调度计划，并滚动更新信

息至决策时段 tk + 1 及其前瞻窗口 Lk + 1，循环直至调

度结束。

2 前瞻调度三层两阶段鲁棒优化模型

2. 1　鲁棒不确定集

电力系统中，以风电、光伏为代表的新能源和负

荷的预测误差均会对前瞻调度产生影响，但是传统

日前风电、光伏功率预测误差为 15%~20%［16］，而

传统日前负荷预测误差只有 1%~3%［17］。相较于

风电/光伏新能源预测误差，负荷的预测误差较小。

本文为了凸显风电/光伏不确定性对前瞻调度的影

响，暂时忽略负荷的预测误差。

考虑盒式鲁棒不确定集［18］，风电/光伏新能源

不确定性可以描述为：
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z=[ pw，t，pv，t ]T

pw，t = p̄w，t - qd，t p̂max
w，t + qu，t p̂max

w，t

pv，t = p̄v，t - qd，t p̂max
v，t + qu，t p̂max

v，t

∑
t = 1

T

qd，t ≤ Γ

∑
t = 1

T

qu，t ≤ Γ

（6）

式中：z为不确定性变量；pw，t、pv，t 分别为考虑不确定

性引入的 t 时段风电机组 w、光伏单元 v 出力的不确

定性变量；p̄w，t、p̄v，t 分别为风电机组 w、光伏单元 v 在

t时段的出力预测值；p̂max
w，t、p̂max

v，t 分别为风电机组 w、光

伏单元 v 在 t 时段出力预测允许的最大波动偏差；T

为考虑优化的总时段数，以 15 min 为一个时段；qd，t、

qu，t 为引入的 0-1 辅助变量；Γ 为引入的保守度系

数［19］，即风电、光伏等新能源出力处在极值的时段

个数，用于调节不确定集的保守度，Γ 取值越大，所

得到的调度方案越保守，对风电/光伏出力恶劣极端

场景的抵御能力越强。参照文献［7］，本文设定保守

度系数为优化时段数量的 50%，即 Γ = 8。
2. 2　目标函数

在电力系统保安全、促消纳、保供应、保经济性

的调度目标下，为了应对新能源强不确定性对前瞻

调度的影响，所制定的前瞻调度策略需要保证在最

恶劣运行场景下仍具备可行性与趋优性。针对这一

问题，本文综合考虑水电、火电、储能和联络线多种

资源的协调控制［20-21］，构建 min-max-min 结构的三

层两阶段鲁棒调度模型。通过第 1 阶段 min 结构与

第 2 阶段 max-min 双层结构的交替求解，考虑最恶

劣运行场景的最大边界，并对整体调度问题进行最

小优化。模型的目标函数如下：

min
x

ì
í
î

ü
ý
þ

∑
t= 1

T

CΔp，t +∑
t= 1

T

Cs，t + max
z∈Z

min
y∈Ω ( x，z )

∑
t= 1

T

( Cd，t + C n，t )

（7）
式中：CΔp，t 为各可调资源在 t 时段的功率调节代价，

对不同可调资源类型设定不同的调节代价，可实现

对灵活性较高资源的优先调用；Cs，t 为考虑线路断面

s 时在 t 时段的基态及故障态潮流越限惩罚；Cd，t 为

所有可控负荷在 t 时段的切负荷惩罚；C n，t 为所有可

控新能源在 t 时段的弃电惩罚；x为第 1 阶段优化变

量；y为第 2 阶段优化变量；Ω ( x，z )为给定变量 x和

z下优化变量 y的可行域。式（7）总体以满足电力系

统调度目标出发，第 1 阶段中考虑系统调节成本和

网络安全，第 2 阶段中考虑风电/光伏最恶劣场景下

系统的消纳和保供目标，从而整体实现风电/光伏极

端场景下的电力系统鲁棒调度。

式（7）中涉及的各参数具体如下。

对于 CΔp，t 有：

CΔp，t = ∑
g = 1

G

Cg || p0，g，t - pg，t + ∑
h = 1

H

Ch || p0，h，t - ph，t +

∑
l = 1

L

Cl || p0，l，t - pl，t + ∑
e = 1

E

Ce，t ( u cha
e，t + udis

e，t ) （8）

式中：G、H、L、E 分别为优化的常规火电机组 g、水
电机组 h、联络线 l以及储能 e 的数量；Cg、Ch、Cl 为对

应可控资源的调节成本系数；pg，t、ph，t、pl，t 为 t 时段对

应可控资源的有功出力；p0，g，t、p0，h，t、p0，l，t 为 t 时段对

应可控资源的日前计划出力；Ce，t 为 t 时段储能 e 的

动作调节成本系数；u cha
e，t、udis

e，t 为 0-1 状态变量，是 t 时
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段储能 e的动作标识符。

对于 Cs，t 有：

Cs，t = ∑
s = 1

S

M s，0 ( S+
Ls，t，0 + S—

Ls，t，0 )+ ∑
k f ∈ K fa

∑
s = 1

S

M s，k f ( S+
Ls，t，k f +

S—
Ls，t，k f ) （9）

式中：S 为考虑的线路断面数量；M s，0 为线路断面 s
的基态潮流越限罚因子；S+

Ls，t，0、S—
Ls，t，0 分别为线路断

面 s在 t时段的基态潮流正、反向越限松弛变量；M s，k f

为线路断面 s 的故障态 k f 潮流越限罚因子；S+
Ls，t，k f、

S—
Ls，t，k f 分别为线路断面 s在 t时段的故障态 k f 潮流正、

反向越限松弛变量；K fa 为 N - 1 故障集合。本文中

K fa 为网络中传输线路的 N - 1 故障。

对于 C n，t、Cd，t 有：

C n，t = ∑
w = 1

W

M w Δpw，t + ∑
v = 1

V

M v Δpv，t （10）

Cd，t = ∑
d = 1

D

M d Δpd，t （11）

式中：W、V、D 分别为优化的风电机组 w、光伏单元

v 及可控负荷 d 的数量；M w、M v、M d 为对应资源的切

负荷罚因子；Δpw，t、Δpv，t、Δpd，t 分别为 t时段风电机组

w、光伏单元 v 的弃电功率及可控负荷 d 的切负荷

功率。

对于第 1、第 2 阶段优化变量 x，y有：

ì

í

î

ïïïï

ïïïï

x=[ pg，t，ph，t，pl，t，u cha
e，t，udis

e，t，S+
Ls，t，0，S—

Ls，t，0，S+
Ls，t，k f，

         S—
Ls，t，k f ]T

y=[ Δpw，t，Δpv，t，Δpd，t ]T

（12）

2. 3　约束条件

1）火电功率和爬坡约束

ì

í

î

ïïïï

ïïïï

pmin
g ≤ pg，t ≤ pmax

g

pg，t - pg，t - 1 ≤ Rmax
pg，u

pg，t - 1 - pg，t ≤ Rmax
pg，d

（13）

式中：pmin
g 、pmax

g 分别为火电机组 g 的最小、最大有功

出力限值；Rmax
pg，u、Rmax

pg，d 分别为火电机组 g 的最大向

上、向下爬坡速率。

2）水电功率和电量约束

ì

í

î

ïïïï

ïïïï

pmin
h ≤ ph，t ≤ pmax

h

∑
t = 1

T

ph，t Δt ≤ Eh

（14）

式中：pmin
h 、pmax

h 分别为水电机组 h 的最小、最大有功

出力限值；Eh 为水电机组 h 在优化总时段 T 的电量

限值。

3）外部联络线功率约束

pmin
l ≤ pl，t ≤ pmax

l （15）
式中：pmin

l 、pmax
l 分别为联络线 l 的最小、最大功率

限值。

4）储能约束

（1）有功功率及荷电状态（SOC）约束

ì

í

î

ï
ïï
ï
ï
ï

ï
ïï
ï
ï
ï

Smin
e ≤ Se，t ≤ Smax

e

p cha，min
e ≤ p cha

e，t ≤ p cha，max
e

pdis，min
e ≤ pdis

e，t ≤ pdis，max
e

| Se，T - Se，1 |≤ ke，soc

（16）

式中：Se，t 为储能 e 在 t 时段的 SOC；Smin
e 、Smax

e 分别为

储能 e 的最小、最大 SOC 限值；ke，soc 为储能 e 在优化

过程中的首尾 SOC 限值；p cha
e，t、pdis

e，t 分别为储能 e 在 t
时段的充、放电功率；p cha，min

e 、p cha，max
e 和 pdis，min

e 、pdis，max
e 分

别为储能 e的最小、最大充电和放电功率限值。

（2）充放电及等式约束

ì

í

î

ïïïï

ïïïï

Se，t + 1 = Se，t + 1
Pe ( )u cha

e，t p cha
e，t η stg - udis

e，t

pdis
e，t

η stg

u cha
e，t + udis

e，t ≤ 1
（17）

式中：η stg 为储能的充放电效率；Pe 为储能 e 的额定

功率。

5）风电和光伏的弃电功率及切负荷约束

ì

í

î

ïïïï

ïïïï

0 ≤ Δpw，t ≤ Δpmax
w，t

0 ≤ Δpv，t ≤ Δpmax
v，t

0 ≤ Δpd，t ≤ Δpmax
d，t

（18）

式中：Δpmax
w，t、Δpmax

v，t 、Δpmax
d，t 分别为 t时段风电机组 w、光

伏单元 v 的弃电功率及可控负荷 d 的切负荷功率的

最大值。

6）有功平衡约束

∑
g= 1

G

pg，t+∑
h= 1

H

ph，t+∑
l= 1

L

pl，t+∑
e= 1

E

( udis
e，t pdis

e，t- u cha
e，t p cha

e，t )+

∑
w= 1

W

( pw，t- Δpw，t )+∑
v= 1

V

( pv，t- Δpv，t )=∑
d= 1

D

( pd，t- Δpd，t )

（19）
7）基态网络安全约束

采用直流潮流，则对于节点 i有：
pi，g，t + pi，h，t + pi，l，t + udis

i，e，t pdis
i，e，t - u cha

i，e，t p cha
i，e，t + pi，w，t -

Δpw，t + pi，v，t - Δpv，t - pi，d，t + Δpd，t =
∑

j ∈ i，j ≠ i

bij ( θi，t - θj，t ) （20）

式中：下标 i 表示节点 i 处对应的变量，下同；bij 为节

点 i、j之间的导纳；θi，t 为 t时段节点 i处的电压相角。

| PLs，t，0 |= | - bij ( θi，t - θj，t )+ S+
Ls，t，0 - S—

Ls，t，0 |≤ P max
ns

（21）
式中：PLs，t，0 为 t 时段基态网络下连接节点 i、j 线路断

面 s 的有功潮流；P max
ns 为线路断面 s 长期允许的载

流量。
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8）故障态网络安全约束

考虑 N - 1 故障，根据线路开断分布因子，故障

态网络安全约束为：

| PLs，t，k f
|= | ( 1 + Ls，m，k f ) PLs，t，0 + S+

Ls，t，k f - S—
Ls，t，k f

|≤ P max
fs

（22）
式中：PLs，t，k f 为 t时段故障态 k f 下线路断面 s的故障态

潮流；Ls，m，k f 为故障态 k f 下故障线路 m 对于正常线路

断面 s 的线路开断分布因子；P max
fs 为线路断面 s 短期

允许的载流量。

3 前瞻调度鲁棒决策方法

3. 1　基于 GCN-LSTM 的冗余约束快速辨识模型

前瞻鲁棒模型中的冗余安全约束主要包含机组

安全运行约束和网络基态及故障态安全约束，这些

安全约束在机组、负荷功率等时序数据与网络拓扑、

线路节点信息等空间数据上均具有较强的耦合性。

GCN 通过卷积操作将节点与其邻居节点的特征进

行聚合，能够有效捕捉电力系统中节点之间的关联

性和拓扑结构特征；LSTM 网络通过门控机制记住

长期的历史信息，能够有效提取电力系统中各类时

序数据的时序特征。因此，本文通过建立图模型描

述线路网络的空间特性，同时，通过建立时间序列模

型描述节点资源的时间特性，并综合两者判断当前

模型中的冗余约束，所提出基于 GCN-LSTM 的冗

余约束辨识模型如图 2 所示。

为实现前瞻调度鲁棒模型冗余约束的快速辨

识，首先，通过系统网络拓扑及线路信息建立图模

型，并对建立的图模型采用 GCN，提取系统内各节

点间的关联信息。其次，将 GCN 在不同时刻提取的

信息构建成时间序列，使用 LSTM 网络对未来时刻

可能越限的约束进行辨识。以下介绍模型的具体

结构。

输入层输入当前前瞻窗口中各调控资源的日前

计划出力 xP、负荷日前预测数据 xL、风电/光伏出力

超短期预测与负荷日前预测的偏差 xNd 和冗余约束

标签 y label。为方便后续将 xP、xL、xNd 输入图卷积层，

均预先将其处理为 bn' × tGL 维数据，其中，b 为批处

理样本数量，n' 为特征向量维度，tGL 为时间序列

长度。

图卷积层包含两层 GCN，GCN 利用所构建图

模型中边的结构信息以及边的属性信息，通过基于

谱域的局部一阶近似计算方法来处理图数据并提取

图信息。GCN 的具体更新过程描述如下：

X q + 1 = f ( X q，A )= σ ( )D͂
- 1

2 A͂D͂
- 1

2 X qW q （23）

式中：X q 为第 q 层网络输入的特征矩阵，维度为

nG × dG，其中，nG 为图 G 的节点数量，dG 为图 G 节点

的特征数量；A为图的邻接矩阵；A͂为加入自环的邻

接矩阵，A͂= A+ I，I为单位矩阵；D͂为 A͂的度矩阵；

W q 为第 q 层的可学习权重矩阵；σ (⋅)为激活函数。

将输入层数据沿时间序列维度依次输入 GCN
并提取节点关联信息，更新节点状态得到 bn' × hgcn

维数据，其中，hgcn 为 GCN 输出维度。将得到的      
bn' × hgcn 维数据进行维度变换，沿时间序列维度拼

接得到 b × n'hgcn × tGL 维数据并输入时间序列层进

一步处理。

时 间 序 列 层 为 LSTM 网 络 和 多 层 感 知 器

（MLP）网络。LSTM 网络相较于普通循环神经网

络（RNN），包含 4 个主要结构，分别为遗忘门、输入

门、单元状态更新以及输出门。LSTM 网络的具体

更新过程描述如下：

ì

í

î

ï

ï
ïïï
ï

ï

ï
ïïï
ï

ï

ï

f t = σ (Wf [ h t - 1，x t ]+ bf )
i t = σ (Wi [ h t - 1，x t ]+ bi )
C t = f tC t - 1 + i t tanh (WC [ h t - 1，x t ]+ bC )
o t = σ (Wo [ h t - 1，x t ]+ bo )
h t = o t tanh (C t )

（24）

式中：x t 为 t 时段的输入向量；h t - 1 为 t - 1 时段的隐

藏状态；f t 为 t 时段遗忘门激活向量；i t 为 t 时段输入

门激活向量；C t 为 t时段单元状态向量；o t 为 t时段输

出门激活向量；Wf、Wi、W C、Wo 为各结构中的权重
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图 2　基于 GCN-LSTM 的冗余约束辨识模型
Fig. 2　Redundant constraint identification model 

based on GCN-LSTM
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矩阵；bf、bi、bC、bo为各结构中的偏置向量。

LSTM 网络将提取图卷积层的输出数据时序

信息，更新节点状态得到 b × tGL × h lstm 维数据，其

中，h lstm 为 LSTM 网络隐藏层维度。利用平均池将

b × tGL × h lstm 维数据降维至 b × h lstm 输入 MLP 网

络。MLP 网络第 1 层采用 ReLU 激活函数以增加模

型的非线性度；第 2 层输出维度为 b × hout，其中，hout

为需要辨识的约束数量；第 3 层采用 Sigmoid 激活函

数对应分类问题。最后，将时间序列层得到的输出

数据和冗余约束标签 y label 计算交叉熵损失并反向传

播训练模型。

3. 2　两阶段鲁棒优化模型求解

3. 2. 1　模型线性化

原模型经过约束削减后仍然会存在形如目标函

数式（8）和约束条件式（17）中均含有的非线性项，对

于目标函数式（8）中的绝对值项，通过文献［22］所

述方法即可线性化；对于约束条件式（17）中的双线

性项，通过文献［23］所述大 M 法即可线性化。在对

模型进行线性化处理后，原模型可以表述为如下紧

凑形式：

ì

í

î

ï
ïï
ï
ï
ï

ï

ï
ïï
ï

ï

min
x
cT x+ max

z∈ Z
min

y∈Ω ( x，z )
bT y

s.t.  G 1 y= h 1 - E 1 x-M 1 z

        Gy≥ h- Ex-Mz

        x，y≥ 0

（25）

式中：c、b分别为目标函数中第 1、2 阶段优化变量的

系数向量；G 1、E 1、M 1 为等式约束下对应变量的系数

矩阵；h 1 为等式约束常数列向量；G、E、M为不等式

约束下对应变量的系数矩阵；h为不等式约束常数

列向量。

3. 2. 2　模型求解

本文采用列与约束生成算法求解两阶段鲁棒优

化模型［24］。列与约束生成算法将原问题分解为主

问题和子问题，通过在迭代过程中对主问题引入子

问题相关的变量和约束交替求解，以得到原问题的

最优解。对于本文模型，主问题目标为求解第 1 阶

段决策变量，其形式为：

ì

í

î

ï

ï

ï
ïï
ï
ï

ï

ï

ï

ï

ï

ï
ïï
ï
ï

ï

ï

ï

min
x
cT x+ η

s.t.  η ≥ bT y ( τ )

        G 1 y ( τ ) = h 1 - E 1 x-M 1 z ( τ )

        Gy ( τ ) ≥ h- Ex-Mz ( τ )

        x≥ 0
        ∀τ ≤ nd

（26）

式中：η 为引入的第 2 阶段目标函数辅助变量；y ( τ ) 为

第 τ 次迭代后根据子问题解向主问题中添加的辅助

变量；z ( τ ) 为第 τ次迭代后子问题所得到的风电、光伏

出力最恶劣场景；nd 为当前迭代次数。

子问题目标为基于第 1 阶段所得决策，求解第  
2 阶段决策变量，其形式为：

ì

í

î

ï
ïï
ï
ï
ï

ï

ï
ïï
ï

ï

max
z∈ Z

min
y∈Ω ( x，z )

bT y

s.t.   G 1 y= h 1 - E 1 x̄-M 1 z

         Gy≥ h- Ex̄-Mz

          y，z≥ 0

（27）

式中：x̄为主问题求解所得的第 1 阶段决策变量。

对于分解所得的主子问题，主问题为一个优化

方向为 min 的常规混合整数线性规划问题，求解较

为容易。子问题为一个 max-min 形式的最大最小化

双层问题，需要将其转化为单层问题进行求解。根

据 KKT（Karush-Kuhn-Tucker）条件［25］，通过引入辅

助变量可将子问题内层的 min 形式转化为一系列新

增约束，从而得到只保留外层 max 方向优化的单层

问题。经过 KKT 条件转换后的子问题形式为：

ì

í

î

ï

ï

ï

ï
ïï
ï

ï

ï

ï

ï

ï

ï

ï
ïï
ï

ï

ï

ï

max
z∈ Z，y，λ，π

bT y

s.t.  G 1 y= h 1 - E 1 x̄-M 1 z

        Gy≥ h- Ex̄-Mz

        ( )b- G T λ - G T
1 π

T
y= 0

        ( )h- Ex̄-Mz- Gy
T

λ = 0

        b- G T λ - G T
1 π ≥ 0       λ ≥ 0

（28）

式中：λ、π 为 KKT 条件新增的辅助决策变量。对于

式（28）新增等式约束存在的双线性项，由于等式约

束的常数项均为 0，同样可以采用 3.2.1 节中的大 M
法对模型进行线性化，从而转化为混合整数线性问

题进行求解。

通过上述的推理和转换过程，本文提出的二阶

段鲁棒模型被分解为形如式（26）、式（28）所示的混

合整数线性规划问题，可通过列与约束生成算法进

行求解。具体步骤如下：

1）给定一组不确定性变量 z的集合作为初始极

端场景，设定目标函数的下界 LB = -∞，上界 U B =
+∞，迭代次数 τ = 1；

2）根据极端场景 z求解主问题，得到主问题最

优解 x̄，并将主问题的目标函数值作为新的下界 LB；

3）代入求解主问题得到的解 x̄求解子问题，得

到不确定性变量 z的极端场景 z ( τ )，并根据子问题的

目标函数值更新上界 UB；

4）给定算法的收敛阈值 ε，若 U B - LB < ε，则停

止迭代，返回最优解和极端场景 z ( τ )；否则，令 τ =
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τ + 1，同时在主问题中增加变量 y ( τ ) 以及如下约束：

ì
í
îïï

G 1 y ( τ ) = h 1 - E 1 x-M 1 z ( τ )

Gy ( τ ) ≥ h- Ex-Mz ( τ )
（29）

继续步骤 2）直至算法收敛。

3. 3　基于冗余约束快速辨识的前瞻鲁棒决策方法

结合前述前瞻调度决策模式、冗余约束辨识模

型及两阶段鲁棒优化模型，本文提出基于冗余约束

快速辨识的前瞻调度鲁棒决策方法，如图 3 所示。

决策步骤如下：

1）根据历史调度数据构建冗余约束场景集，训

练基于 GCN-LSTM 的冗余约束快速辨识模型。

2）从调度系统中获取当前前瞻调度窗口的电

力系统网架参数、风电、光伏和负荷的超短期预测数

据及各被控资源当前执行计划，构建前瞻调度两阶

段鲁棒优化模型。

3）通过冗余约束快速辨识模型，依据当前前瞻

窗口中各类型资源的相关时序信息，削减前瞻鲁棒

模型中的冗余约束。

4）通过列与约束生成算法求解削减约束后的前

瞻两阶段鲁棒模型，校验所得前瞻调度计划中被削

减的冗余约束是否越限。若发生越限，则将相关越

限约束添加至模型中再次计算；若未发生越限，则将

所得前瞻调度计划中的实施调度计划输出至调度系

统，作为当前决策时段的实际调度计划。

5）每隔一个决策时段重复步骤 2）至 4），形成前

瞻滚动优化调度过程，直至系统调度时段结束。

4 算例分析

4. 1　算例说明

4. 1. 1　算例基本信息

为了验证本文提出策略的可行性和有效性，本

文基于 IEEE 118 节点系统进行分析，并根据第 2 章

所提优化模型中考虑的调控资源对系统进行部分修

改。 IEEE 118 节点系统具体的网络拓扑和机组参

数详见文献［26］，本文算例修改添加的调控资源信

息如表 1 所示。计算环境为 Intel Core i7-12700H      
32 GB 个人电脑，采用 Gurobi 10.0.2 进行优化计算，

计算误差设置为 0.5%。

4. 1. 2　算例场景设置

本文根据中国南方某区域 2020 年全年历史风

电、光伏和负荷日前预测数据和日内超短期数据，综

合考虑风电/光伏出力、负荷功率及日前日内预测差

异，选取 3 种场景。其中，日内功率不平衡最为严重

的场景 1 和 2 作为考虑的极端运行场景，分别验证

本文策略对于电力系统新能源消纳和保供能力的提

升效果，日内功率较为平衡的场景 3 则作为对照场

景，验证本文策略在非极端运行场景下的优化效

果。场景具体描述如下：

场景 1：场景日期为 2020 年 12 月 1 日，水电处于

枯水期。该场景的风电、光伏日前预测和日内超短

期预测数据如附录 A 图 A1（a）所示，二者偏差在时

段 49 达到最大值。此时，日内超短期预测的风电、

光伏出力值超出日前预测出力值 48.2%，风电、光伏

出力显著偏高，系统源侧功率严重过剩。

场景 2：场景日期为 2020 年 8 月 13 日，水电处于

丰水期。该场景的风电、光伏日前预测和日内超短

期预测数据如附录 A 图 A1（b）所示，二者偏差在时

段 45 达到最大值。此时，日内超短期预测的风电/
光伏出力值低于日前预测出力值 43.6%，风电/光伏

出力显著偏低，系统源侧功率严重短缺。

场景 3：场景日期为 2020 年 7 月 19 日，水电处于

丰水期。该场景的风电、光伏日前预测数据和日内
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图 3　前瞻调度鲁棒决策方法
Fig. 3　Robust decision-making method for 

look-ahead dispatch 

表 1　调控资源信息
Table 1　Regulatory resource information

类型

风电

光伏

水电

储能

数量

15

10

10

6

容量/MW
100
120

90
200
180

60

接入节点编号

58、61、73、88、115
9、14、26、33、48、54、79、84、89、91

17、39、41、53、55、60、69、75、76、111
7、11、30、60、64、71

23、45、103、110
4、11、31、48、58、95
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超短期预测数据如附录 A 图 A1（c）所示，二者全时

段偏差较小，系统源荷功率较为平衡。

4. 2　冗余约束快速辨识模型的性能比较与分析

4. 2. 1　数据集构建

根据 4.1 节所述算例系统及风电、光伏日前预

测数据，首先生成大量满足所有安全约束的日前运

行场景。在无安全约束越限的日前场景基础上，对

风电、光伏日前预测数据叠加扰动模拟日内超短期

预测偏差，并判断扰动后发生越限的安全约束。若

安全约束发生越限记为真，反之则为未生效冗余约

束记为假，生成包含冗余安全约束标签的样本。共

生成 14 400 条带标签的样本，划分训练集、验证集、

测试集的比值为 8∶1∶1。
4. 2. 2　模型训练与性能分析

为防止模型出现过拟合，通过学习率调度器每

轮训练逐步降低学习率，并在每轮训练后用验证集

验证损失，将验证集中损失率最低的模型作为输出

模型。经过 200 轮训练后，输出模型的训练集损失

L train = 0.029 9，验证集损失 L val = 0.034 3。
对于模型辨识效果，采用准确率、召回率、冗余

约束辨识率与平均辨识时间来评价辨识效果，冗余

约束辨识率即为所辨识削减的冗余安全约束占全部

考虑的安全约束中的百分比，平均辨识时间即为辨

识单个测试样本所需的平均时间。采用单 GCN 模

型与单 LSTM 网络模型作为本文模型的对比方法，

采用样本测试集测试，各指标结果如表 2 所示。

根据表 2 可知，本文模型相较于单 GCN 模型与

单 LSTM 网络模型在前 3 项指标方面均有不同程度

的提升，这是由于模型数据集同时在时间和空间上

都具备耦合性，单 GCN 模型能够提取出节点之间的

依赖关系和拓扑结构特征，但无法处理时序依赖关

系，单 LSTM 网络模型则相反。本文提出的 GCN-

LSTM 模型则结合了 GCN 和 LSTM 网络的优势，

能够同时捕捉数据的空间和时间特征，更全面地理

解数据的复杂性，从而获得更优辨识效果。而在平

均辨识时间方面，尽管 GCN-LSTM 模型由于模型

复杂度相较 GCN 模型和 LSTM 网络模型有所提

升，其辨识时间有所增长，但其所需时间仍处在毫秒

级，符合冗余约束快速辨识要求。

4. 2. 3　模型有效性分析

为验证本文提出的冗余约束快速辨识模型的有

效性，选取场景 1~3 中的时段 45~61 进行 16 轮前

瞻滚动计算，对比约束削减前后前瞻鲁棒模型求解

所得实施调度方案的差异。场景 1 约束削减前后各

资源调度计划如图 4 所示，场景 2、3 中各资源调度

计划如附录 A 图 A2 所示。场景 1~3 计算所得目标

函数的值与计算时间如表 3 所示。

根据图 4、表 3 可知，模型约束削减前后 3 种场

景下目标函数值的差异都处在 0.1% 范围以内，各

场景中约束削减前后所得各可调资源的调度方案也

无明显差异。同时，相较于原模型，约束削减后模型

的求解速度在 3 种场景下平均提升了 41%，提高了

表 2　样本测试结果
Table 2　Test results of samples

模型

本文模型

GCN
LSTM 网络

准确率/%

96.42
90.52
87.46

召回率/%

93.56
85.32
79.16

冗余约束辨

识率/%
88.44
67.35
70.87

平均辨识时

间/ms
95.6
56.4
63.5

0

500

1 000

1 500

2 000

1 4 8 12 16

1 4 8 12 16

1 4 8 12 16

1 4 8 12 16
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图 4　场景 1 的可控资源调度方案
Fig. 4　Controllable resource dispatch plan in scenario 1
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模型的计算效率。这一结果表明，冗余约束辨识模

型能在不影响模型优化求解一致性的前提下，提高

模型的计算效率，缩短模型求解所需时间。

4. 3　前瞻鲁棒决策方法有效性分析

4. 3. 1　优化调度结果分析

场景 1 中优化调度源荷平衡结果见图 5（a），火

电、外部联络线调度资源在本文调度策略（以下统称前

瞻计划）下的出力情况与日前计划的对比见图 5（b）。

场景 2、3 中对应的优化调度结果见附录 A 图 A3。
所有场景中线路潮流均未产生越限。

根据图 5、附录 A 图 A3 所示优化调度结果可

知，当时间处于场景 1 中的时段 0~43 和时段 53~95
与场景 2 中的时段 0~39 和时段 52~95 时，由于风

电/光伏出力日内超短期预测与日前预测的偏差较

小，通过设定前瞻鲁棒模型目标函数中各类资源的

调节代价，系统可以优先利用具有较高调度灵活性

的水电和储能资源来有效平衡功率偏差。在这两个

时段内，火电和联络线的出力则严格遵循日前计划，

不进行额外调整；当时间处于场景 1 中的时段 43~
53 与场景 2 中的时段 39~52 时，风电、光伏出力的

日内预测和日前预测的偏差较大，仅通过系统中的

水电和储能资源无法平衡功率波动，由此前瞻计划

调度火电偏离日前计划，调整出力以平衡系统功

率。同时，当场景 1 中风电/光伏出力偏差达到最大

值时，由于该场景下水电处于枯水期，调节性能较

弱，火电、水电和储能资源仍不足以平衡波动，联络

线也偏离日前计划参与系统调节。而对于场景 3，
其风电/光伏出力日前预测与日内超短期预测全时

段差距较小，前瞻计划仅通过调控系统中的储能和

水电即可应对新能源预测偏差产生的功率波动，系

统中的火电和联络线则可严格按照日前计划出力，

以获得最优经济性。

场景 1~3 中，日前计划和前瞻计划所产生的系

统总成本如表 4 所示。

根据表 4 可知，在场景 1、2 中，面对日内风电/光
伏出力显著偏差所导致的系统功率严重波动，日前

计划下系统灵活性调度资源的承受能力不足，无法

满足系统功率平衡需求，被迫采取了弃电/切负荷措

施，并产生了大量额外成本；前瞻计划则通过对多个

时段不断进行滚动鲁棒优化，为可能到来的极端场

景预留充足的调节空间，仅利用第 1 阶段调节资源

即可平抑波动，无须再进行弃电/切负荷操作。尽管

仍会因为对各资源的再调度产生额外成本，前瞻计

划对系统消纳保供能力的提升使得系统的总运行经

济性更优。而在场景 3 这一非极端运行场景下，前

瞻计划为平抑日内预测偏差带来的不平衡功率对日

前计划进行了修正，以及为应对可能到来的新能源

极端运行场景预留了更多的调节裕度，使得系统的

运行成本相较日前计划有所上升。

表 3　冗余约束辨识模型有效性分析
Table 3　Effectiveness analysis of redundant constraint 

identification model

场景编号

1
2
3

目标函数值

已削减

12 603.5
14 456.6

7 102.1

未削减

12 603.5
14 456.3

7 101.9

计算时间/s
已削减

47.42
50.97
42.95

未削减

78.61
90.54
65.33
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图 5　场景 1 调度结果
Fig. 5　Dispatch results in scenario 1

表 4　日前计划和前瞻计划所产生的成本对比
Table 4　Comparison of costs generated by day-ahead 

plan and look-ahead plan

场景

编号

1

2

3

调度方案

日前计划

前瞻计划

日前计划

前瞻计划

日前计划

前瞻计划

弃电或切负

荷成本/元
70 865.2

90 652.3

系统运行成

本/万元

150.6
152.6
112.5
114.2

78.8
79.2

调节成

本/元

12 153.6

10 325.8

5 032.5

总成本/
万元

157.7
153.8
121.6
115.2

78.8
79.7
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4. 3. 2　求解效率验证

本文选取目标函数值、迭代次数和计算时间作

为性能指标，采用 Benders 分解法作为两阶段鲁棒

模型求解的对比方法，并对比相应求解算法下是否

进行约束削减的性能差异。对场景 1~3 进行全天

前瞻滚动计算，并采用每轮计算中各项性能指标的

平均值作为结果，各方法的计算结果如表 5 所示。

根据表 5 可知，在目标函数值上，各算法的优化

效果十分接近，而在计算时间与迭代次数方面，约束

削减后的模型相较于未经削减的模型在这两项指标

上对于两种算法都存在较大提升。而在相同条件

下，列与约束生成算法则相较于 Benders 分解法的

求解效率更高，这是由于相较于 Benders 分解法直

接将子问题最优解对应的 Benders 割传入主问题，

列与约束生成算法仅将求解子问题得到的最恶劣场

景传入，并在主问题中新增该场景下子问题相关的

变量和约束，这可以有效降低迭代次数，提升计算

效率。

5 结语

本文考虑了极端运行场景下风电和光伏不确定

预测误差对系统功率平衡的影响，建立水电、火电、

储能及联络线多资源协同优化的两阶段鲁棒调度模

型，提出了基于 GCN-LSTM 的冗余约束快速辨识

模型，构建了基于冗余约束快速辨识的电力系统前

瞻调度鲁棒决策方法。分析结果表明：

1）所提出的冗余约束快速辨识模型能够快速有

效地辨识优化模型中的冗余约束，在不影响优化模

型结果一致性的前提下，提升模型的求解效率。

2）所提出的前瞻鲁棒决策方法在面对极端运

行场景时，能够快速求解修正日前计划，有效地再调

度各项资源，提升电力系统的新能源消纳能力和负

荷保供能力，提高电力系统运行的安全性和经济性。

将基于冗余约束辨识的前瞻鲁棒决策方法推广

到更大规模的主网系统，优化冗余约束辨识模型以

进一步提升调度优化模型的求解效率，深入发掘电

力系统中各调度资源协同控制的优势，将是下一步

的工作重点。

附录见本刊网络版，点击 http：//www.aeps-info.

com/aeps/article/abstract/20240427005，或扫描英文

摘要后二维码，可阅读全文。
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Robust Decision-making Method for Look-ahead Dispatch in Power System Based on 
Fast Identification of Redundant Constraints

WANG Qining1， CHEN Siyuan1， XU Jian1， CHEN Yiping2， YAN Rong3， GUO Yan3

(1. School of Electrical Engineering and Automation, Wuhan University, Wuhan 430072, China; 
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3. Power Dispatch and Control Center of China Southern Power Grid, Guangzhou 510663, China)

Abstract: To address the electric power balance issues in systems caused by intraday power deviations of renewable energies, 
power dispatch departments require minute-level revisions to the day-ahead plans from a look-ahead perspective. Therefore, a  
robust decision-making method for the look-ahead dispatch in power system is proposed based on the fast identification of 
redundant constraints. The method improves the renewable energy accommodation rate and supply capacity of the power system in 
extreme operation scenarios while ensuring efficient solving in a short time. First, in the look-ahead dispatch decision-making 
mode, a two-stage optimization model is constructed considering the uncertainty of wind and photovoltaic power, along with the 
coordinated control of multiple resources such as hydro, thermal, storage, and tie-lines. The first stage considers the economy and 
safety of the system, while the second stage considers the renewable energy accommodation and power supply guarantee. 
Furthermore, considering the model complexity added by the uncertainty of renewable energy, an identification and reduction 
method for redundant constraints based on graph convolution neural network and long short-term memory network is proposed, 
followed by a robust optimization solution for the reduced look-ahead dispatch model using column and constraint generation 
algorithm. Finally, the effectiveness of the proposed model for the fast identification of redundant constraints is validated through 
numerical results in the IEEE 118-bus system, and the proposed robust decision-making method can efficiently solve look-ahead 
dispatch strategies in various types of scenarios.
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Key words: renewable energy; decision-making; extreme operation scenario; look-ahead dispatch; redundant constraint; graph 
convolution neural network; long short-term memory network; robust optimization
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